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基于多头注意力卷积网络的电力负荷预测

摘要
预测居民用电相当于预测一个多元

时间序列．针对多个传感器信号的特定
窗口能够利用预测模型提取不同的特征
来预测用电量．然而，由于时间序列内部
特征存在着不规则的模式，包括电力属
性之间隐藏的相关性，使得负荷预测准
确率不高．为了提取复杂的不规则电力
模式，选择性地学习时空特征以减少电
力属性间的平移方差，本文提出了一种
基于多头注意力的卷积循环神经网络深
度学习模型．相较于单纯的时间序列模
型，该模型利用卷积和加权机制对电力
属性和有功功率间的局部相关性进行建
模．它利用 ｓｏｆｔｍａｘ 函数和点积运算的注
意力分数来模拟电力需求的瞬态和脉冲
特性，有效地对瞬时脉冲功耗进行预测．
在美国加州大学欧文分校（Ｕｎｉｖｅｒｓｉｔｙ ｏｆ
Ｃａｌｉｆｏｒｎｉａ，Ｉｒｖｉｎｅ，ＵＣＩ）家庭用电数据集共
２ ０７５ ２５９ 个时间序列上的实验表明，所
提出的模型与现有方法相比，准确率得
到了较大提升．
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０　 引言

　 　 居民用电预测可被定义为一个多元时间序列预测问题［１］ ．在能源

管理系统（Ｅｎｅｒｇｙ Ｍａｎａｇｅｍｅｎｔ Ｓｙｓｔｅｍ，ＥＭＳ）领域，包括最近备受关注

的智能电网服务，基于历史电力消耗和其他电力属性预测未来电力

需求的过程是必不可少的［２］ ．在电力规划阶段主要的问题是对电力消

耗的性质进行建模，而目前这种建模仅限于线性回归等单纯的时间

序列模型［３］ ．
在负荷预测领域，机器学习的目标是利用所有客户的历史数据

生成数据库，预测未来的电力需求．移动平均［４］ 和支持向量回归［５］ 是

电力预测的代表性方法，它们成功地模拟了终端用户的长期行为，提
高了预测精度．然而，在高时间分辨率条件下［６］ 针对暴露行为模式的

短期行为建模的预测任务中，需要一种更加复杂和实用的时间序列

建模方法．
深度学习由于其优秀的特征提取能力，使得其在负荷预测领域

被重点关注．但深度学习的电力预测模型［７］ 仍然面临两个问题：一是

有功功率消耗模式与其他电力属性之间存在多重共线性，二是电力

消耗的瞬态和脉冲性．虽然目前已经提出利用卷积运算提取电力数据

局部相关性的方法，但同时或单独使用对有功功率有关键影响的用

电设备会导致深度学习模型性能的下降．具体来说，没有针对多元和

脉冲特性进行建模的模型在能量峰值时性能会下降．在深度学习兴起

之前，大多数时间序列建模方法都是基于符号⁃动力方法［８］ ．由于时间

轴上的轻微移动会导致两个时间序列之间的距离变大，Ｌｉｎ 等［９］ 提取

并建模旋转不变符号，构造了模式袋．为了建立时不变特征并进行非

线性映射来预测电力消耗，Ｔｓｏ 等［１０］ 提出一种神经网络，并与现有基

于规则和符号的预测方法进行了性能比较．在基于机器学习的电力需

求预测方法中，自回归综合移动平均、决策树以及神经网络的预测效

果最好，其非线性映射能力备受关注［１１］ ．
深度学习模型包括学习时间门函数的长短时记忆网络（ Ｌｏｎｇ

Ｓｈｏｒｔ⁃Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ） ［１２⁃１３］和提取功率谱间局部相关性的卷积神

经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ），在电力负荷预测领域取

得了显著的成绩．此外，利用 ＣＮＮ 和 ＬＳＴＭ 层作为构建块，自编码器

（ＡＥ） ［１４］和对抗学习模型（如生成对抗网络（ＧＡＮ） ［１５］）作为概率设计

方法，间接地验证了深度学习在电力预测中的有效性．　 　 　 　



　 　 然而，考虑到时间序列的特征（非恒定均值和方

差、多周期性、高波动性、跳跃性等），电力负荷预测

是一项困难的任务．Ｍｏｃａｎｕ 等［１６］将随机预训练阶段

引入到神经网络的电力负荷预测中，并在不同的时

间条件下对其进行评估．受限玻尔兹曼机（ＲＢＭ）是
一种代表性的无监督学习神经网络模型，其目标是

最小化层之间的 ＫＬ 散度［１７］ ．堆叠 ＲＢＭ 适用于从电

力负荷数据中学习先验分布，对提高预测性能有显

著贡献．Ｋｏｎｇ 等［１８］尝试利用循环神经网络（ＲＮＮ）和
ＬＳＴＭ 来预测电力消耗，并验证了可行性，显著提高

了预测性能．
针对预测序列的不同特点，研究人员提出了预

测模型的优化方法．对深度学习框架或损失函数进

行优化使得模型的预测性能有了显著的提高． Ｓｈｉ
等［１９］在时间序列建模之前引入自编码器提取多元

特征，采用池化操作的 ＲＮＮ 有选择地更新梯度．此
外，一种利用遗传算法优化影响预测性能的关键因

素时滞参数的方法也被提出［２０］ ．与遗传算法相比，基
于粒子群优化算法（ＰＳＯ）的负荷预测模型具有更快

的收敛速度和更大范围的空间探索，因其性能优于

现有的深度学习模型而受到关注［２１］ ．还有一些研究

对损失函数进行优化，如分位数损失函数在神经网

络中的适应性［２２⁃２３］ ．
从基于深度学习方法的电力消耗预测的相关研

究中可以看出，深度学习是进行电力预测的有效手

段．本文提出了一种基于多头注意力的深度学习模

型，利用时间序列建模中卷积和加权机制来对电力

属性和有功功率间的局部相关性进行建模．其核心

思想是通过卷积运算从多变量电力属性中提取特

征，通过门控运算对功率谱进行时间序列建模，采用

基于 ｓｏｆｔｍａｘ 函数运算的概率数据定位方法，有效地

预测瞬时功耗和脉冲功耗．综上所述，本文方法中注

意力的权重函数可以模拟包括能量峰值在内的时间

序列电力数据的短期模式．
本文的其余部分组织如下：第 １ 部分说明了如

何通过具有多头注意力的深度学习模型有选择性地

提取电力属性；第 ２ 部分通过各种实验来评估模型

的性能，包括多头注意力向量的可视化以及与最新

模型的比较；第 ３ 部分对全文进行了总结，并对未来

的发展方向进行了讨论．

１　 基于多头注意力的卷积循环神经网络

本节描述了 ＣＮＮ⁃ＬＳＴＭ 网络的结构，该网络利

用多头注意力提取时空特征，利用通道注意力提取

特征通道间的联系，并从功率谱中建模电力消耗．多
头注意力利用 ｓｏｆｔｍａｘ 和点积运算实现多目标关注，
以模拟暂态和脉冲电力需求值．

１􀆰 １　 网络结构概述

该方法的主要目的是利用 ＣＮＮ⁃ＬＳＴＭ 网络进行

电力需求预测．本文利用多头注意力机制并将其表

示为函数 ϕ 来提取时空特征并预测未来电力需求．
由于存在多层叠加表示的复杂非线性映射，本文采

用直接预测策略［２４］，避免了递归策略中偏差的累积．
直接预测策略的公式表示如下：

ｙ^ｔ ＝ ｆｈ（Ｘω
ｔ－ｈ；Θｈ） ＋ ｅｔ，ｈ， （１）

其中： ｆｈ 表示直接预测模型；Ｘω
ｔ－ｈ ＝ ［Ｒｔ －ｈ，…，Ｒｔ －ｈ－ω］

带有时滞 ω；Θｈ ＝ ［ψ ｈ，θ ｈ］ 表示 ｈ 层的模型参数，其
中 ψ ｈ 是一组超参数，θ ｈ 是一组参数；ｅｔ，ｈ 是模型的预

测误差．电力需求模型提前 ｈ 步预测．输入电力属性

向量序列 Ｒｔ 由总体有功功率、无功功率、电压、电流

和三个子指标组成．
众所周知，卷积循环神经网络在信号处理领域

具有数据驱动的滤波学习优势，主要是用来提取时

空特征．图 １ 展示了带有多头注意力的 ＣＮＮ⁃ＬＳＴＭ
的总体架构．它主要分为两个阶段：

１）数据预处理阶段定义训练 ＣＮＮ⁃ＬＳＴＭ 模型所

需的超参数．在定义超参数之前，对每个电力属性和

滑动窗口进行最小⁃最大标准化．滑动窗口由时间滞

后的输入信号 ω 的长度定义，其步幅参数 τ 决定了

时间步长重叠的数量．对每个时段的电力消耗数据

进行采样，时间分辨率为 １ ｍｉｎ、１５ ｍｉｎ、３０ ｍｉｎ、４５
ｍｉｎ、６０ ｍｉｎ、１ ｄ 和 １ 周（７ ｄ）．

２）建模阶段根据定义的超参数调整 ＣＮＮ⁃ＬＳＴＭ
模型的权重．为了从功率谱中提取时空特征，本文构

建了一个卷积池操作对电力属性之间的隐藏相关性

进行建模，并利用循环记忆单元的门控操作来对时

间序列数据之间的时间相关性进行建模．同时，本文

还设计了一种多头注意力机制和一种通道注意力机

制，前者用于将激活值解释为概率并构建相关矩阵，
置于每个卷积层和循环层之间，后者用于提取特征

通道间的联系，滤除冗余通道信息．此外，将类激活

映射（Ｃｌａｓｓ Ａｃｔｉｖａｔｉｏｎ Ｍａｐ，ＣＡＭ）放入最后一层卷积

层进行网络输出分析，通过对 ＣＮＮ 最顶层特征图的

权值进行求和，对感受野进行局部定位．

１􀆰 ２　 卷积循环神经网络

利用神经回归模型对电力消耗进行建模的主要

６３５
郑征，等．基于多头注意力卷积网络的电力负荷预测．

ＺＨＥＮＧ Ｚｈｅｎｇ，ｅｔ ａｌ．Ｐｏｗｅｒ ｌｏａｄ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｈｅａｄｅｄ ａｔｔｅｎｔｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ．



图 １　 基于多头注意力的 ＣＮＮ⁃ＬＳＴＭ 网络整体结构

Ｆｉｇ􀆰 １　 Ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＣＮＮ⁃ＬＳＴＭ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｈｅａｄｅｄ ａｔｔｅｎｔｉｏｎ

问题在于从有限的电力消耗数据样本中提取时空特

征［２５］ ．首先构造 ＣＮＮ 和 ＬＳＴＭ，从时间序列的电力消

耗数据中学习特征．两种深度学习模型在保持时空

特征互补关系的前提下，以前后顺序的方式进行组

合．考虑到 ＣＮＮ 中的卷积 ｆｃ 和池化操作成功应用于

信号处理领域，因此也适用于建模电力消耗序列，利
用滑动窗口信号之间的局部相关性提取特征．卷积

运算通过学习滤波器提取隐藏的相关性，以减少特

征之间的平移方差，并保持电力属性之间的空间关

系．假设给定 ｔ个时间步长，使用ｍ × １大小的滤波器

Ｗ，第 ｌ层第 ａ个节点和电力属性序列Ｒτ 中第 τ 个元

素进行卷积运算：

ｆｌｃ（Ｘｔ） ＝ ∑
ｍ－１

ａ ＝ ０
Ｗｌ －１

ａ Ｒτ[ ]
ｔ －ω

τ ＝ １
． （２）

由于卷积运算 ｆｃ 中被扭曲和复制的输出向量的

维数随着卷积滤波器的数量而增加，因此通过最大

池化运算提取临近节点激活的特征．池化是指 ＣＮＮ
为了减少网络参数而进行的降维过程，以便于更快

的计算［２６］ ．最大池化操作对 ｋ × １区域下的特征选择

和降维有影响．本文所提出的一维卷积池化操作旨

在从每个属性的功率谱中提取空间特征，并将编码

向量序列传递给 ＬＳＴＭ．通过滑动窗预处理，卷积池

化函数 ｆｃ 提取的空间特征包含了窗口尺寸ω 的时间

序列信息．ＬＳＴＭ 的核心思想是适应由输入门、遗忘

门和输出门组成的门控运算，并在时间步长 ｔ时用细

胞状态 Ｃｔ 和隐藏值 ｈｔ 生成编码向量 ｆＬ：
ｆＬ ＝ ｈｔ ＝ ｏｔ·ｔａｎｈ（Ｃｔ）， （３）

（·）表示元素相乘．ＣＮＮ⁃ＬＳＴＭ 提取时空特征后，利
用经典的多层感知器（ＭＬＰ）、激活函数 σ 和权重矩

阵 Ｗｌ 完成回归函数 ϕ：
ｆｌ（Ｘｔ） ＝ σ（Ｗｌｆｌ －１Ｌ （ ｆｌ －２ｃ （Ｘｔ）） ＋ ｂｌ）， （４）

其中，ＭＬＰ 的最后一层使用线性激活函数，输出标量

值ｙ

(

表示为电力预测．ＣＮＮ⁃ＬＳＴＭ 回归器通过最小化

均方误差（ＭＳＥ） 表示的损失函数，利用梯度下降优

化的反向传播算法进行更新．ＭＳＥ 损失函数如下，其
中 ｎ 为观测次数：

ＬＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ

(

ｉ） ２ ． （５）

１􀆰 ３　 多头注意力机制

注意力用于计算两个来源的元素之间的相关分

数．直观地说，注意力机制是一种计算查询与键之间

的相似性，并提取与查询相关的值进行加权和的

操作．
假设给定窗口 Ｘω

ｔ ＝ ［Ｒｔ，…，Ｒｔ －ω］，其时间步长

ｔ，查询 ｑ 为时空特征向量表示，注意力通过相容性函

数 ｆ（Ｒｔ，Ｑ） 计算相关性．相关分数向量 Ａｔ ＝ ［ ｆ（Ｒτ，
Ｑ）］ ｔ －ω

τ ＝ ｔ由经过相容性函数计算的查询元素和键元素

之间的一系列相关性组成．相容性函数通过 ｓｏｆｔｍａｘ
运算被解释为概率分布 ｐ（ ｚ ｜ Ｒｔ，Ｑ） ＝ ｓｏｆｔｍａｘ（Ａｔ），
因此查询 Ｑ 与键之间的相关性可以表示为下列方程

中定义的注意分数 ｓ，ｓ 的值表示不同重要性的电力

消耗期望：

ｐ（ ｚ ＝ ｔ ｜ Ｑ） ＝
ｅｘｐ（ ｆ（Ｒｔ，Ｑ））

∑
ｔ －ω

τ ＝ ｔ
ｅｘｐ（ ｆ（Ｒτ，Ｑ））

， （６）

ｐ（ ｚ ＝ ｔ ｜ Ｑ） ＝
ｅｘｐ（ ｆ（Ｒｔ，Ｑ））

∑
ｔ －ω

τ ＝ ｔ
ｅｘｐ（ ｆ（Ｒτ，Ｑ））

ｓｔ ＝

７３５
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　 　 ∑
ｔ －ω

τ ＝ ｔ
ｐ（ ｚ ＝ τ ｜ Ｒｔ，Ｑ） ＝ Ｅ ｔ －ｐ（ ｚ｜ Ｒｔ，Ｑ）（Ｒｔ） ． （７）

注意力机制可以表示为深度学习层，注意力层

位于功率谱和时间序列的建模步骤之间．注意力层

适合对电力设备使用量的骤增进行建模，而传统的

深度学习模型难以预测这种情况的电力消耗．自注

意力是注意力机制的一种特殊情况：它用信号 Ｘｔ 替

换查询 Ｑ． 单头注意力机制直观地对卷积池化层编

码的自身进行点积以获取时空特征向量间的协

方差．

图 ２　 多头注意力机制的内部结构

Ｆｉｇ􀆰 ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｍｕｌｔｉ⁃ｈｅａｄｅｄ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

本文提出的多头注意力是注意力机制的延伸，
它将多个注意力保持在一个窗口内，比单头注意力

表现性能更好．图 ２ 展示了多头注意力机制的内部

结构．本文不再为每个时间步长计算单个标量分数

ｆ（Ｘｔ，Ｘｔ），而是定义与 Ｘｔ 长度相同向量的相容性函

数 ｆ 的输出．Ｚｋ 表示来自相容性函数的相关分数．由
于将注意力向量的维数扩展为 ｆ（Ｒτ，Ｑ），因此可以

将每步 ｔ 中电力属性元素或编码特征 ｋ 的重要性权

重向量 ｐｋｔ 形式化：
ｐｋｔ ＝ ｐ（Ｚｋ ＝ ｉ ｜ Ｒｔ，Ｑ） ． （８）

１􀆰 ４　 通道注意力机制

本文通过引入通道注意力机制，对卷积特征的

通道之间的相互依赖关系进行建模，以提高网络的

表示能力．通过这种机制，网络可以学习使用全局信

息有选择地强调信息量大的特征，并抑制不太有用

的特征．通道注意力机制通过模拟通道之间的相互

依赖关系，自适应地重新校准通道方面的特征响应．
通道注意力机制内部结构如图 ３ 所示．为了解决通

道依赖性的问题，首先对输入特征使用全局平均池

化操作，把全局空间信息压缩成一个通道描述符，然
后利用全连接层和激活函数进行通道间的压缩与扩

张，旨在完全捕获通道相关性．选择 Ｓｉｇｍｏｉｄ 激活函

数作为门控机制，得到通道分数图，再与输入特征相

融合，得到最终融合了通道间信息的输出特征．

图 ３　 通道注意力机制的内部结构

Ｆｉｇ􀆰 ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

通道注意力机制超参数设置如表 １ 所示．经过

上层的输入之后，本文使用 ＲｅｓＮｅｔ⁃５０ 作为主干网

络，通道注意力机制模型分为 ４ 个模块．首先使用 ７×
７ 的卷积核，步长为 ２ 的方式对输入特征进行下采

样，再使用 ３×３ 的卷积核，步长为 ２ 的方式对全局特

征进行最大池化；最后一个模块其他 ３ 个注意力模

块基本相同，首先使用 １×１ 的卷积核融合通道特征，
再使用 ３×３ 的卷积核进行下采样，然后使用 １×１ 的

卷积核进行通道特征的融合，并进行多次重复操作．
每个注意力模块中包含一个小的全连接层，最后再

进行一个简单的逐通道缩放操作，输出所要预测的

目标参数．

８３５
郑征，等．基于多头注意力卷积网络的电力负荷预测．

ＺＨＥＮＧ Ｚｈｅｎｇ，ｅｔ ａｌ．Ｐｏｗｅｒ ｌｏａｄ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｈｅａｄｅｄ ａｔｔｅｎｔｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ．



表 １　 通道注意力机制超参数设置

Ｔａｂｌｅ １　 Ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

Ｌａｙｅｒ ｎａｍｅ Ｓｔｒｉｄｅ ＳＥ⁃ＲｅｓＮｅｔ５０

Ｌａｙｅｒ ０
２ ｃｏｎｖ，７×７，６４

２ ｍａｘ ｐｏｏｌ，３×３

Ｌａｙｅｒ １ １

ｃｏｎｖ，１×１，６４
ｃｏｎｖ，３×３，６４
ｃｏｎｖ，１×１，２５６

ＳＥ：ｆｃ， １６，２５６[ ]

é

ë

ê
ê
ê

ù

û

ú
ú
ú
×３

Ｌａｙｅｒ ２ ２

ｃｏｎｖ，１×１，１２８
ｃｏｎｖ，３×３，１２８
ｃｏｎｖ，１×１，５１２

ＳＥ：ｆｃ， ３２，５１２[ ]

é

ë

ê
ê
ê

ù

û

ú
ú
ú
×４

Ｌａｙｅｒ ３ ２

ｃｏｎｖ，１×１，２５６
ｃｏｎｖ，３×３，２５６
ｃｏｎｖ，１×１，１ ０２４

ＳＥ：ｆｃ， ６４，１ ０２４[ ]

é

ë

ê
ê
ê

ù

û

ú
ú
ú
×６

Ｌａｙｅｒ ４ ２

ｃｏｎｖ，１×１，５１２
ｃｏｎｖ，３×３，５１２
ｃｏｎｖ，１×１，２ ０４８

ＳＥ：ｆｃ， １２８，２ ０４８[ ]

é

ë

ê
ê
ê

ù

û

ú
ú
ú
×３

ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌ，１０００⁃１ ｆｃ，ｓｏｆｔｍａｘ

２　 实验

本节介绍了具有多头注意力的 ＣＮＮ⁃ＬＳＴＭ 如何

通过预测误差的 １０⁃折交叉验证来预测电力消耗和

评估性能，然后与相关的深度学习模型进行定量比

较．本文所有实验全部都基于 ＰｙＴｏｒｃｈ 深度学习框

架，版本号为 １．１０．０，Ｐｙｔｈｏｎ 版本为 ３􀆰 ８􀆰 １２，显卡型

号为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ３０７０，显存共 ８ ＧＢ；ＣＰＵ
型号为 ｉ７⁃１１７００Ｆ；计算机内存为 １６ ＧＢ．

２􀆰 １　 数据集

在 ＵＣＩ 家庭用电数据集［２７］ 上验证 ＣＮＮ⁃ＬＳＴＭ
算法的有效性．该数据集收集了约 ２０７ 万个多通道

传感器的数据，由 ２ ０７５ ２５９ 个时间序列和 ７ 个变量

组成，电力属性包括总有功功率、总无功功率、电压、
电流和另外 ３ 个子属性．数据被标准化，并在带有时

滞参数的滑动窗口中进行处理．预测模型在时间分

辨率条件下接收到这 ７ 个属性，并生成下一个时间

步长的总有功功率．

２􀆰 ２　 模型实现细节

ＣＮＮ⁃ＬＳＴＭ 的架构可以根据堆叠的卷积池化层

和 ＬＳＴＭ 层的数量，以及卷积滤波器的数量、卷积核

大小和 ＬＳＴＭ 中的隐藏层节点数量进行不同程度的

修改．由于深度学习模型需要一个优化过程，因此有

必要对超参数进行调整和优化．本文模型的超参数

是经过对电力消耗统计数据的直观判断以及对迭代

优化的深入研究确定的．表 １ 展示了 ＣＮＮ⁃ＬＳＴＭ 的

超参数设置．图 ４ 展示了所提出的模型总体架构．

２􀆰 ３　 电力消耗预测性能比较

表 ２ 和图 ５ 比较了包括卷积神经网络和 ＬＳＴＭ
在内的机器学习模型的预测性能结果．本文模型对

时空特征进行选择性建模，与传统 ＣＮＮ⁃ＬＳＴＭ 神经

网络相比，误差降低了 ２２􀆰 ７２％ （时间分辨率为 １
ｍｉｎ）．评价指标是基于欧氏空间误差测量的均方误

差（ＭＳＥ）：

ＥＭＳ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙｔ － ｙ

(

ｔ） ２ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙｔ － ϕ（Ｘ ｔ）） ２ ． （９）

表 ２　 ＣＮＮ⁃ＬＳＴＭ 超参数设置

Ｔａｂｌｅ ２　 Ｓｅｔｔｉｎｇ ｏｆ ｓｕｐｅｒ ｐａｒａｍｅｔｅｒｓ ｏｆ ＣＮＮ⁃ＬＳＴＭ

操作 卷积滤波器 ／ 节点的数量 卷积核 步长 激活函数 参数大小 ／ 个

一维卷积 ６４ ２×１ １ ｔａｎｈ １９２

ＴｉｍｅＤｉｓｔｒｉｂｕｔｅｄ（一维最大池化） ２ ｔａｎｈ ０

ＴｉｍｅＤｉｓｔｒｉｂｕｔｅｄ（多头注意力） ｓｏｆｔｍａｘ ０

ＴｉｍｅＤｉｓｔｒｉｂｕｔｅｄ（一维卷积） ６４ ２×１ １ ｔａｎｈ ８ ２５６

ＴｉｍｅＤｉｓｔｒｉｂｕｔｅｄ（一维最大池化） ２ ｔａｎｈ ０

ＴｉｍｅＤｉｓｔｒｉｂｕｔｅｄ（多头注意力） ｓｏｆｔｍａｘ ０

Ｄｒｏｐｏｕｔ ０􀆰 ５ ０

ＬＳＴＭ ６４ ｔａｎｈ ７３ ９８４

ＬＳＴＭ ６４ ｔａｎｈ ３３ ０２４

Ｄｒｏｐｏｕｔ ０􀆰 ５ ０

Ｄｅｎｓｅ ６４ ｔａｎｈ ４ １６０

Ｄｅｎｓｅ ６４ ｔａｎｈ ４ １６０

Ｄｅｎｓｅ １ ｌｉｎｅａｒ ６５

９３５
学报（自然科学版），２０２２，１４（５）：５３５⁃５４２

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２２，１４（５）：５３５⁃５４２



图 ４　 基于多头注意力的 ＣＮＮ⁃ＬＳＴＭ 结构示意

Ｆｉｇ􀆰 ４　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＣＮＮ⁃ＬＳＴＭ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｈｅａｄｅｄ ａｔｔｅｎｔｉｏｎ

表 ３　 基于不同时间分辨率的不同建模方法的 ＭＳＥ 指标比较

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ＭＳＥ ｉｎｄｅｘ ｏｆ ｍｏｄｅｌｉｎｇ ｍｅｔｈｏｄｓ ｂａｓｅｄ ｏｎ ｄｉｆｆｅｒｅｎｔ ｔｉｍｅ ｒｅｓｏｌｕｔｉｏｎｓ

时间分辨率 ＬＲ ＡＲＩＭＡ ＤＴ ＲＦ ＳＶＲ ＭＬＰ ＣＮＮ
（１Ｄ）

ＣＮＮ
（２Ｄ） ＬＳＴＭ ＣＮＮ⁃ＬＳＴＭ

（单头） 本文模型

１ ｍｉｎ ０􀆰 ０８４ ４ ０􀆰 ０８３ ８ ０􀆰 １０２ ６ ０􀆰 ０８０ ２ ０􀆰 ０７９ ７ ０􀆰 １００ ３ ０􀆰 ０７４ ８ ０􀆰 ０６６ ６ ０􀆰 ０７４ １ ０􀆰 ０６６ ０ ０􀆰 ０５１ ０

１５ ｍｉｎ ０􀆰 ２５１ ５ ０􀆰 ２４２ ８ ０􀆰 ４２３ ４ ０􀆰 ３９７ ２ ０􀆰 ３２２ ８ ０􀆰 ２３７ ０ ０􀆰 ２１９ ７ ０􀆰 ２１２ ３ ０􀆰 ２２０ ８ ０􀆰 ２０８ ５ ０􀆰 １８０ ７

３０ ｍｉｎ ０􀆰 ３０５ ０ ０􀆰 ２９９ ２ ０􀆰 ５１９ ９ ０􀆰 ３９５ １ ０􀆰 ３６１ ９ ０􀆰 ２８１ ３ ０􀆰 ２７０ ３ ０􀆰 ２６８ ４ ０􀆰 ２７７ ３ ０􀆰 ２５９ ２ ０􀆰 ２２９ ５

４５ ｍｉｎ ０􀆰 ３３２ １ ０􀆰 ３４３ １ ０􀆰 ４８０ ４ ０􀆰 ４３１ ５ ０􀆰 ４２４ ７ ０􀆰 ３２０ ８ ０􀆰 ３２０ ５ ０􀆰 ３１８ ３ ０􀆰 ３２２ ０ ０􀆰 ３１３ ３ ０􀆰 ２７７ ８

１ ｈ ０􀆰 ３３９ ８ ０􀆰 ３２５ ２ ０􀆰 ５２５ ９ ０􀆰 ４３４ ４ ０􀆰 ４０５ ９ ０􀆰 ３０７ ２ ０􀆰 ２８８ ５ ０􀆰 ２８６ ５ ０􀆰 ２９０ ３ ０􀆰 ２８０ ３ ０􀆰 ２６３ １

１ ｄ ０􀆰 １０８ ３ ０􀆰 ０９８ ０ ０􀆰 １８９ １ ０􀆰 １１９ ０ ０􀆰 １３１ １ ０􀆰 １１３ ４ ０􀆰 １０９ ４ ０􀆰 １０６ ９ ０􀆰 １１２ ９ ０􀆰 １０１ ３ ０􀆰 ０９１ ３

１ 周 ０􀆰 ０６２ ４ ０􀆰 ０６１ ６ ０􀆰 ０７０ ６ ０􀆰 ０６１ ７ ０􀆰 ０６２ ０ ０􀆰 ０４４ １ ０􀆰 ０３６ ９ ０􀆰 ０３３ ３ ０􀆰 ０３８ ７ ０􀆰 ０３２ ８ ０􀆰 ０２８ ９

　 　 进一步评估不同时间分辨率下的模型性能，其
结果如表 ２ 所示（ＬＲ：线性回归；ＡＲＩＭＡ：自回归综

合移动平均；ＤＴ：决策树；ＲＦ：随机森林；ＳＶＲ：支持

向量回归；ＭＬＰ：多层感知器；ＣＮＮ（１Ｄ 为一维卷积，
２Ｄ 为二维卷积）； ＬＳＴＭ：长短时记忆网络）． 每个

ＭＳＥ 值都是 １０⁃折交叉验证的结果．预测误差在 ４５
ｍｉｎ 和 １ ｈ 的时间分辨率下最大，有时短时特征的丢

失会对长时建模产生影响，从而导致网络性能下降．
考虑到终端用户的长期行为在短时分辨率下表现为

趋势，因此平滑策略是有效的．自回归综合移动平均

（ＡＲＩＭＡ）可以基于移动平均操作对时间序列的总

体趋势进行建模．正如预期的那样，ＡＲＩＭＡ 的优势在

１ 周和 １ ｄ 的长时周期内显现，而支持向量回归器

（ＳＶＲ）和神经网络等非线性映射方法在 １ ｈ 和 １ ｍｉｎ
的短时周期内减少了误差．与最新的机器学习方法

和深度学习方法相比，本文提出的方法在所有时间

分辨率下取得了最好的性能．
为了更深入地验证所提出模型的性能，本文还

对所提出的多头注意力机制进行了消融实验，实验

结果如图 ６ 所示．可以看出，相较于原始的 ＣＮＮ⁃
ＬＳＴＭ（单头），多头注意力机制能够显著地提高电力

消耗预测的准确性．

３　 结束语

本文提出一种基于多头注意力的深度学习模型

来预测电力消耗．在解决电力消耗建模问题的基础

０４５
郑征，等．基于多头注意力卷积网络的电力负荷预测．

ＺＨＥＮＧ Ｚｈｅｎｇ，ｅｔ ａｌ．Ｐｏｗｅｒ ｌｏａｄ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｈｅａｄｅｄ ａｔｔｅｎｔｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ．



图 ５　 不同算法的 １０⁃折交叉验证结果

Ｆｉｇ􀆰 ５　 Ｔｈｅ １０⁃ｆｏｌｄ ｃｒｏｓｓ ｖａｌｉｄａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

图 ６　 多头注意力机制的消融实验结果

Ｆｉｇ􀆰 ６　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ
ｍｕｌｔｉ⁃ｈｅａｄｅｄ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

上，回顾了基于深度学习方法的电力消耗预测模型，
提出了用于提取时空特征的 ＣＮＮ⁃ＬＳＴＭ 模型和可学

习加权的多头注意力模型，并在不同的时间条件下

对模型进行了评估．
此外，长期行为之外的事件可以认为是可能发

生的事件，而未能正确预测它们的情况可以归结为

异常值．在未来的工作中，我们将通过聚合算法来解

决这个问题，消除这种错误预测的影响，并利用混合

方法提供的灵活性将其处理在可容忍的误差范
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