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摘要： 基于股指成分股基本面和技术面数据构建了时序股票关联网络，然后利用深度图神经

网络学习股票关联网络层次化表征，以端到端的方式获得候选预测信号． 在此基础上，提出了

一种考虑动作评估反馈的深度强化学习方法（Ａｃｔｉｏｎ Ｅｖａｌｕａｔｉｏｎ Ｆｅｅｄｂａｃｋ ｂａｓｅｄ Ｄｅｅｐ Ｑ⁃Ｌｅａｒｎ⁃
ｉｎｇ，ＡＥＦ⁃ＤＱＮ），旨在将不同的候选预测信号融入智能体的动作空间，并基于股票关联网络层

次化表征、股票市场整体运行状态和历史动作评估反馈学习环境状态；借鉴前景理论中的参照

依赖特性估计奖励值函数，从而建立状态、动作与奖励值之间的映射关系． 最后，采用沪深 ３００
指数、标普 ５００ 指数、英国富时 １００ 指数和日经 ２２５ 指数的成分股历史数据，构造了股指期货

交易模拟器，在投资胜率、最大回撤率、阿尔法比率和夏普比率 ４ 个回测指标上对股指预测模

型展开实证分析． 研究结果表明：１）通过层次化聚合股票关联网络的节点属性信息可以动态

捕捉不同行业对股指价格波动的影响，进而可提升预测方法的准确率；２）考虑动作评估反馈

的深度强化学习结构可智能化选择适用于当前股票市场环境的最优模型结构，进而可提升预

测方法的鲁棒性．
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０　 引　 言

股票市场是一个具有高噪声、非线性、非平稳

和混沌等特征的复杂系统． 股指时间序列是股票

市场内在复杂性的综合外在表现，为投资者制定

投资策略提供了重要参考． 股指预测不仅有利于

更好的监测和管理与股票市场高度关联的金融市

场，还能为投资者的投资决策提供有效指导．
早期股指预测研究主要包含基本面分析和技

术分析． 基本面分析聚焦于国家经济政策与上市

公司的基本面等信息，基于股指的内在价值来评

估股指价格． 而技术分析更注重捕捉市场本身的

运行规律，试图将历史数据代入数学模型或机器

学习算法对市场做短期分析． 尽管有效市场假说

（Ｅｆｆｉｃｉｅｎｔ Ｍａｒｋｅｔｓ Ｈｙｐｏｔｈｅｓｉｓ，ＥＭＨ）认为基本面

分析或技术分析不会给投资者带来任何超额收

益，一些研究尝试衡量成熟和新兴股票市场的不

同效率水平来揭示股票市场并非完全有效［１］，而
另一些研究基于不同的理论假设建立针对股票市

场的有效预测模型． 伴随着股票市场的异常波动

和越来越多的市场异象，一些学者基于统计学方

法构建了各种时间关系模型，试图根据股指历史

价格走势对未来短期变化趋势（或收益率）进行

预测． 其中，最具代表性的是 ＡＲＩＭＡ 模型［２］ 和

ＧＡＲＣＨ 模型［３］：前者对提取金融时间序列的线
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性特征具备较大优势；后者对误差的方差进行了

系统性建模，更加适用于股票市场波动性的分析

和预测． 然而，股票市场作为一种影响要素众多、
各类不确定性交互的复杂系统，其价格波动不仅

来自于市场参与人员的相互博弈，同时也会受到

经济环境、政策干预、投资心理和交易技术等诸多

要素的共同影响． 传统基于统计学的时间关系模

型难以有效捕捉股票市场的非线性和非平稳性，
无论是在预测精度还是在稳定性方面都没有保

障． 近年来，股票市场中涌现的海量数据引起了众

多学者的关注，以支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａ⁃
ｃｈｉｎｅ，ＳＶＭ） ［４］、决策树（Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ，ＤＴ） ［５］、人
工 神 经 网 络 模 型 （ Ａｒｔｉｆｉｃｉａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＡＮＮ） ［６］等为代表的因果关系模型被广泛应用于

股指预测． 因果关系模型认为股指价格波动与其

影响要素之间在一定时间尺度内保持着固定关

系，相较于直接从股指价格自身历史运动轨迹中

寻找规律的时间关系模型，后者试图在原因和结

果之间建立某种有效和稳定的因果联系． 同时，因
果关系模型在处理海量复杂数据方面展现了独特

优势，较传统的时间关系模型，能够最大程度的捕

捉股票市场的非线性特征，从而极大提高了股指

预测精度．
面对股指预测问题，尽管近年来各类预测方

法和技术不断涌现，预测效果逐步提高，仍然存在

一些开放性问题有待被更好的解决：
１）重指数预测，轻行业及个股分析． 股指时

间序列是股票市场内在复杂性的综合外在表现，
受共同的宏观经济或行业因素影响，股指成分股

价格波动之间存在复杂的关联性． 文献［７］指出

通过度量股票价格波动的相关性可以揭示市场的

总体风险，从微观层面上看，隶属于相同行业板块

的股票价格波动趋同性较高，市场风险的增加与

股票价格波动的协同率呈正相关． 从中观层面上

看，单一行业的价格波动可能影响其他行业的价

格波动，这种“波动溢出效应”意味着“板块联动”
甚至“普涨普跌”极易发生［８］ ． 从宏观层面上看，
宏观经济波动会直接影响企业外部交易环境，进
而对股票市场稳定性产生冲击［９］，例如宏观经济

下行会导致股票市场系统性风险上升，而其中具

有低市值、高波动和高杠杆率等特征的股票系统

性风险可能会显著提升． 股票市场中少数权重

（龙头）股票的价格波动，会引起行业板块内其他

股价波动；受行业波动溢出影响，市场的“板块联

动”现象极易发生，进而可能引致较大的规模的

系统性风险． 尽管部分学者试图基于股指成分股

价格波动的相关性构建股票关联网络，进而提取

中观尺度的拓扑结构特征（如网络聚类系数、平
均最短路径长度、模块度等），最后分析这些特征

与股指价格波动的相关性［１０ － １３］ ． 然而，中观尺度

的拓扑结构特征忽略了成分股的基本面和技术面

信息，难以充分捕捉和刻画股票市场内在的复

杂性．
２）重特征构建，轻层次化特征提取． 股票市

场积累了大量反映股指运行趋势的原始数据，既
包含大量成分股数据，也包括各类行业板块和宏

观经济数据． 股指波动是诸多因素的综合反映，
现有研究对股票市场的内部运行机制缺乏深刻认

识， 很难人工判断哪些特征对股指预测有较大的

影响． 因此， 有效地选取输入特征成为决定模型

预测准确性的关键因素． 股指预测领域现有的特

征提取方法大多使用原始股指时序数据或宏观基

本面数据，利用近邻互信息选择与股指收益率关

联性较强的历史数据构造支持向量回归机的特征

变量［１４］ ． 文献［１５］指出，由于股票市场中极其复

杂的信息环境和投资者有限理性和非理性的交易

行为，股指成分股间产生了领先滞后、价格同步、
行业轮动、风险传导等多种复杂的关联性特征． 因
此，如何从股票关联网络的视角构建股指预测特

征指标是一个值得深入思考的问题． 此外，在股指

运行过程中的不同阶段，不同行业板块对股指未

来价格波动的影响权重也具有时变属性． 如何实

时捕捉不同行业板块对股指未来运行趋势的影响

在现有的股指预测研究中还鲜有报道． 区别于传

统的基于原始股指时序数据或宏观基本面数据的

特征提取方法，解决上述问题的关键是如何层次

化聚合股票关联网络中的成分股特征，进而从中

观尺度实时捕捉不同行业板块对股指未来价格波

动的影响权重．
３）重短期预测，轻自适应模型调整． 在模型

评估过程中，已有研究多将训练后的模型直接应

用于股指的短期预测． 伴随着预测周期的延长，预
测精度总体上呈下降趋势． 为了提升预测模型的

鲁棒性，部分研究尝试基于滑动时间窗口技术不

—９４１—第 ４ 期 卜　 湛等： 基于深度强化学习的自适应股指预测研究



断用最新的数据样本动态训练特定的股指预测模

型． 由于不同时期股票市场波动特点的差异性显

著，仅仅改变模型参数并不能够完全捕捉股票市

场运行规律，甚至还需改变模型自身的结构． 股票

市场中不断博弈产生的时间序列的收益率不满足

正态分布，表现出“尖峰重尾”和非对称等特征．
因此使用单一的预测模型，都只能拟合股票市场

运动规律和趋势的某一方面，难以对股票市场的

整体进行描述． 为此，一些学者试图构建组合预测

模型综合描述股指时间序列线性、非线性特征，期
望在一定程度上提高模型的预测效果［１６］ ． 回顾现

有的组合预测模型，绝大多数是借鉴集成学习的

思想，首先基于一组个体学习器获得候选预测结

果，然后采用加权或投票的方式获得最终的预测

结果． 这种组合预测模型在要求个体学习器具备

较高的预测精度同时，还需具备一定的多样性，在
某些噪声较大的分类或回归问题上存在过拟合缺

陷． 此外，传统的组合预测模型缺乏对自身决策模

式的学习完善，无论股票市场发生何种变化，历史

预测精度如何波动，这类方法还是按照既定模式

做出决策，缺乏对股票市场收益率可预测性的动

态感知以及对自身决策模式的自动调整．
有鉴于此，本研究试图设计可动态调整自身

决策模式的自适应模型以提升股指预测的准确率

和鲁棒性． 研究的边际贡献主要体现在以下方面：
１）为了从微观层面捕捉股指价格波动的内

在复杂性，本文同时考虑股指成分股价格波动相

关性以及成分股基本面和技术面指标，构建了股

指时间序列属性图模型． 具体地，为了度量股指成

分股价格波动的非线性特征，首次采用可视图

（Ｖｉｓｉｂｉｌｉｔｙ Ｇｒａｐｈ Ｍｏｄｅｌ， ＶＧ）模型［１７］ 来分析股指

成分股间的相依结构，进而基于可视网络边集的

Ｊａｃｃａｒｄ 相似性来刻画任意两支成分股股价波动

相关性． 区别于已有的股票关联网络研究，本文所

提方法还考虑了股指成分股的属性信息，选取了

７ 种常用的基本面指标和 １４ 种技术指标，来刻画

特定时间窗口内成分股的运行状态，进而产生一

系列带有标签信息的时序股票关联网络．
２）首次提出将股指预测问题转化为一种图

分类问题，即学习一个映射函数将股票关联网络

映射到一组标签的集合． 为了从中观层面捕捉不

同行业板块对股指未来价格波动的影响权重，基

于可微池化（ＤＩＦＦＰＯＯＬ） ［１８］框架层次化聚合股票

关联网络的节点属性信息，试图从不同行业视角

提取股指价格波动的中观尺度预测因子，进而重

构股票关联网络的粗化图． 这种特征提取模型以

股票关联网络分类任务为驱动，可有效聚合不同

行业板块股指成分股的特征指标，并基于股票关

联网络的层次化聚类结果捕捉不同类簇的相互影

响，进而自动学习适用于股指短期趋势预测的预

测变量． 其最终聚合得到的层次化表征向量与股

票市场整体运行状态向量拼接后，作为可微分类

器的特征输入，整个系统使用随机梯度下降进行

端到端的训练． 此外，考虑股指运行的阶段趋势特

征，引入了包括逻辑回归、多层感知器和栈式自编

码器在内的 ３ 种可微分类模型，通过其与 ＤＩＦＦ⁃
ＰＯＯＬ 模块的组合，进而产生不同的股指预测

信号．
３）为了提升股指预测结果的鲁棒性，首次提

出了基于深度强化学习的自适应股指预测框架．
具体地，考虑到股指预测中动态时变的股票市场

环境以及面向动态状态下的候选预测信号寻优目

标，本文将自适应股指预测问题形式化为一种强

化学习（Ｒｅｉｎｆｏｒｃｅｍｅｎｔ Ｌｅａｎｉｎｇ）结构，即在动态环

境（股票市场）与动作（候选预测信号选择）的交

互过程获得奖励（股指收益率），并以最优化全局

奖励为目标学习动作的选择策略． 同时，为了在训

练过程中规避因状态 － 动作空间过大而产生的

“维数灾难” 问题，本研究借鉴 ＮＤＱＮ （ Ｎａｔｕｒｅ
Ｄｅｅｐ Ｑ⁃Ｌｅａｒｎｉｎｇ） ［１９］ 思想，提出了一种考虑动作

评估反馈的深度强化学习方法（Ａｃｔｉｏｎ Ｅｖａｌｕａｔｉｏｎ
Ｆｅｅｄｂａｃｋ ｂａｓｅｄ Ｄｅｅｐ Ｑ⁃Ｌｅａｒｎｉｎｇ，ＡＥＦ⁃ＤＱＮ），以

在决策过程中考虑股票市场环境对智能体历史决

策反馈等影响． 此外，考虑到投资者对投资标的预

期报酬越高则所能忍受的波动风险也越高，反之

则越低［２０］，本研究首次引入前景理论［２１］ 中的参

照依赖特性来估计奖励值函数． 基于智能体历史

动作评估结果，设计了两种预期回报函数以捕捉

其在不同场景下状态 －动作奖励值．
最后，选取国内外 ４ 个最具代表性股票市场

的股指成分股数据，基于不同模型的预测结果构

建了股指期货交易模拟器． 在投资胜率、最大回撤

率、阿尔法比率和夏普比率 ４ 个回测指标上了分

析对比了不同模型的预测性能． 通过大规模实证
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分析验证了所提方法的有效性，并分析了其在不

同股票市场的表现，为未来的量化投资、算法交易

等问题提供了决策依据．

１　 文献综述

１． １　 股指预测指标

长期以来股票市场积累了大量反映股指运行

趋势的原始数据，既包含大量成分股数据，也包括

各类行业板块和宏观经济数据． 在早期的研究中，
包含开盘价、收盘价、最高价、最低价、成交量和换

手率等基础的交易数据被众多学者用于股指预测

的常用指标． 伴随着量化投资交易的不断发展完

善，众多由金融和统计领域行业专家构造的技术

指标被广泛应用于股指预测． 胡熠和顾明［２２］ 从安

全性、便宜性以及质量 ３ 个维度构造了综合性指

标 Ｂ⁃ｓｃｏｒｅ 来刻画巴菲特的价值投资风格，研究

发现，在控制了多个横截面指标和不同市场状态

后，Ｂ⁃ｓｃｏｒｅ 对股票未来收益还有很好的预测能

力，即使在 ２０１５ 年—２０１６ 年的极端市场环境中，
该策略仍然可以获得正回报． Ｂｅｒｋｍａｎ 等［２３］ 利用

１９１８ 年—２００６ 年期间的 ４４７ 场国际政治危机的

数据库创建了一个显示出随时间发生显著变化的

危机指数，研究发现该指数的变化对世界股市回

报的平均水平和波动性都有很大的影响． 杨晓兰

等［２４］将财经博客作为投资者之间的互动媒介，利
用文本挖掘技术和社会网络研究方法，构建反映

投资者之间社会互动程度、情绪属性以及社会网

络中心程度的变量，探讨社会互动对股市政策效

应的影响． 金融文本的语调与情绪含有上市公司

管理层以及个体投资者表达的情感信息，并对股

票市场产生影响，姚加权等［２５］ 通过词典重组和深

度学习算法构建了适用于正式文本与非正式文本

的金融领域中文情绪词典，并基于词典构建了上

市公司的年报语调和社交媒体情绪指标，实证结

果表明构建的年报语调指标和社交媒体情绪指标

能有效地预测上市公司股票的收益率、成交量、波
动率和非预期盈余等市场因素，并优于基于其他

广泛使用情绪词典构建的指标．
受共同的宏观经济或行业因素影响，股指成

分股价格波动之间存在复杂的关联性． 从微观层

面上看，隶属于相同行业板块的股票价格波动趋

同性较高；从中观层面上看，单一行业的价格波动

可能影响其他行业的价格波动，这种“波动溢出

效应”意味着“板块联动”甚至“普涨普跌”极易发

生［８］；从宏观层面上看，宏观经济波动会直接影

响到企业的外部交易环境进而对股票市场稳定性

产生冲击［９］ ． 尤其是在经济全球化背景下，机构

投资者之间互相持股关系紧密，外界任何不利因

素的冲击都会导致股票市场系统性风险的不断累

积． 因此，股票市场的稳定性与其自身的网络结

构、行 业 波 动 溢 出 以 及 宏 观 经 济 状 态 密 不

可分［１５］ ．
自从 Ｍａｎｔｅｇｎａ［１０］ 首次通过构建股票关联网

络发现股票市场层级结构，进而分析其与标普

５００ 指数收益率相关性以来，越来越多的国内外

学者开始运用复杂网络理论方法对股指成分股价

格波动关联进行建模分析． 股票关联网络的构建

是将股指成分股视为节点，成分股间的价格波动

关联视为连边． 全连接的股票关联网络包含较多

的噪声信息，为简化网络并保留网络的关键信息，
已有研究通常运用最小生成树（Ｍｉｎｉｍｕｍ Ｓｐａｎ⁃
ｎｉｎｇ Ｔｒｅｅ，ＭＳＴ） ［１１］、阈值模型（ Ｔｈｒｅｓｈｏｌｄ Ｍｏｄｅｌ，
ＴＭ） ［１２］或平面极大过滤图（Ｐｌａｎａｒ Ｍａｘｉｍａｌｌｙ Ｆｉｌ⁃
ｔｅｒｅｄ Ｇｒａｐｈ， ＰＭＦＧ） ［１３］ 来过滤关联性较弱的连

边． 股票关联网络领域的研究主要分为静态网络

研究和时序网络研究． 静态网络研究基于固定的

时间窗口构建股票关联网络，侧重于研究网络的

基本拓扑结构特征及其层级结构等． Ｃｈｉ 等［１１］ 基

于赢者通吃准则对纳斯达克指数采用阈值法构建

股票关联网络，发现股指的平均日收益率仅仅和

部分成分股有关． 时序网络研究基于滑动窗口构

建一系列在时间上连续的股票关联网络，并分析

网络拓扑结构特征及其内在关联模式的动态变化

规律． 在此方面，Ｎａｍａｋｉ 等［１２］ 利用安曼证券交易

市场价格波动指数的月度数据构建了股票关联网

络并发现经济增长率对股票价格波动具有积极影

响． 上述研究所提取的股票关联网络特征大多属

于中观尺度的拓扑结构特征，忽略了节点（成分

股）的量价信息，难以充分捕捉股票市场内在的

复杂性．
股票关联网络本质上隶属于图数据范畴，基

于特定时间窗口生成的股票关联网络具有一个隐
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含的图标签（例如下一时刻股指的运动方向）． 股
指预测问题也可被形式化为一种图分类问题． 图
分类（Ｇｒａｐｈ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ）作为一类重要的图挖

掘任务，旨在对不同类型的图数据进行分类预测．
近年来， 随着深度学习的兴起， 图神经网络

（ＧＮＮ） ［２６］被广泛应用于有监督图分类任务． 这类

方法在首先学习得到节点嵌入向量后，进行整合

转化生成图级别的表征向量，进而为后续的图分

类提供数据支撑． Ｎｉｅｐｅｒｔ 等［２７］提出了一个基于图

结构的 ＣＮＮ 网络框架（ＰＡＴＣＨＹ⁃ＳＡＮ）用于有向

图和无向图的分类任务． Ｗａｎｇ 等［２８］ 提出了一种

计算点云特征的算法 ＤＧＣＮＮ，提升了点云分类、
分割等任务的性能． Ｚｈａｎｇ 等［２９］ 提出了一种用于

图分类的端到端的深度学习架构 ＳｏｒｔＰｏｏｌ，该架构

将多层图卷积神经网络输出拼接在一起，通过对

节点进行排序来进行全局池化． Ｙｉｎｇ 等［１８］提出了

一个用于图分类的可微池化模块 ＤＩＦＦＰＯＯＬ，该
模块可以生成图的层次表征，并以端到端的方式

与各种 ＧＮＮ 模型相结合． 实证表明，该方法在图

分类任务上的平均准确率可提高 ５％ ～ １０％． 尽
管现有图分类研究在社会网络分析、计算机视角

和化合物识别等应用领域取得了显著效果，还鲜

有工作研究时序股票关联网络的分类问题． 本文

借鉴现有图分类算法思想，将深度学习框架应用

于时序股票关联网络的特征提取和候选股指预测

信号的学习．
１． ２　 股指预测模型

股指预测是金融时间序列分析领域的一个重

要的研究问题． 上世纪 ６０ 年代，以美国芝加哥大

学 Ｆａｍａ 为代表的经济学家提出了有效市场假

说． 该假说认为市场是理性的，信息在市场中的传

递是高速有效的，任何能影响金融资产价格的公

开信息都能够被及时、理性地反映到资产价格当

中，所以金融市场的价格也是随机不可预测的． 然
而 Ａｂｕ⁃Ｍｏｓｔａｆａ 等［３０］ 实证分析认为，尽管金融时

间序列的趋势变化从短期来看是随机的，但从长

期来看确有确定性发展趋势，这也为金融时间序

列的预测分析提供了理论基础． 伴随着股票市场

的异常波动和越来越多的市场异象，很多学者开

始重新审视有效市场假说，进而提出了众多金融

时间序列模型来把控和分析金融市场的变化． 其

中，早期比较有代表性的是 ＡＲＩＭＡ 模型［２］ 和

ＧＡＲＣＨ 模型［３］：前者对提取金融时间序列的线

性特征有很大的优势，后者聚焦于金融市场的波

动性，并考虑了引起波动项的滞后值和扰动项条

件方差的滞后值． 随着计算机科学的发展以及相

关研究的逐步深入，一些研究者从不同的角度，提
出了支持向量机（ＳＶＭ） ［４］、决策树（ＤＴ） ［５］、人工

神经网络模型（ＡＮＮ） ［６］等因果关系模型，这些模

型可以通过对历史金融时序数据有效处理来分析

和挖掘金融市场的潜在规律并对市场进行概率性

的预测． 为了克服传统时间关系模型分析处理收

益率数据非线性因素的不足，张贵生和张信东［１４］

提出了一种基于近邻互信息的股票价格预测模型

（ＳＶＭ⁃ＧＡＲＣＨ），实验表明该模型在时序数据除

噪、趋势判别以及预测精确度等方面均优于传统

的 ＡＲＭＡ⁃ＧＡＲＣＨ 模型．
１． ３　 强化学习在金融领域的应用研究

强化学习（Ｒｅｉｎｆｏｒｃｅｍｅｎｔ Ｌｅａｎｉｎｇ） ［３１］ 能够通

过和环境的交互来自我学习和更新，也是一种不

断试错、通过得到的评价性信息来不断修正自己

行为的机器学习算法． 近年来，部分学者将强化学

习应用于金融领域的价格预测和投资组合研究．
强化学习在金融领域的最早应用可以追溯到

１９６９ 年，Ｓａｍｕｅｌｓｏｎ 等［３２］ 将动态规划算法运用于

最优投资与消费选择策略的求解，给出在连续时

间下两类资产的最优投资与消费问题的解决办

法． 自 Ｑ⁃Ｌｅａｒｎｉｎｇ 算法在上世纪 ９０ 年代被提出

后，Ｍｏｏｄｙ 等［３３］ 使用股指收益率作为价值函数，
在月度标普 ５００ 指数上对比了 Ｑ⁃Ｌｅａｒｎｉｎｇ 和最大

化即时奖励的实时循环算法（ＲＴＲＬ），实证分析

表明强化学习在较低风险下可取得更高的收益．
Ｌｅｅ 等［３４］ 提出了一种基于多代理 Ｑ⁃Ｌｅａｒｎｉｎｇ 方

法，通过定义合作执行股票定价和选择决策的必

要角色来有效地划分和克服股票交易问题． Ｄｅｎｇ
等［３５］尝试通过引入深度神经网络来实现实时金

融信号表示和交易，该方法利用深度学习自动感

知动态市场条件，然后利用强化学习模块与深层

表示交互做出交易决策以在未知环境中积累最终

奖励． 梁天新等［３６］以金融领域常用的强化学习模

型的发展为脉络，对交易系统、自适应算法、交易

策略等方面的诸多研究成果进行了综述． Ｗａｎｇ
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等［３７］基于深度强化学习提出一种能够有效在回

报和风险之间取得平衡的 ＤｅｅｐＴｒａｄｅｒ 模型来优

化投资策略，该模型包括两个互补且统一的决策

模块：前者以负的最大回撤作为奖励函数，通过动

态调整基金间的比例捕获资产之间的时间和空间

依赖关系；后者则是以股票收益率为奖励函数，通
过评估单个资产从历史数据中学习动态投资模

式． 经典强化学习如动态规划法、蒙特卡洛法和时

序差分法共同点是需要维持一个 Ｑ 值矩阵，当状

态 － 动作对过多时，在训练过程中会陷入“维数

灾难”问题． 近年来，将深度学习与强化学习相结

合的深度强化学习算法受到了研究人员的广泛关

注． 深度强化学习（Ｄｅｅｐ Ｑ⁃Ｌｅａｒｎｉｎｇ， ＤＱＮ） ［１９］ 通

过引入神经网络结构从环境中学习状态信息，然
后将状态映射到相应的动作上，并基于环境反馈

的回报来衡量动作的价值． 从应用场景视角看，现
有的基于强化学习的金融序列分析研究主要应用

于投资组合，鲜有学者将强化学习应用于股指预

测． 本文尝试利用强化学习解决自适应股指预测

问题，其主要挑战是如何高效表征复杂股票市场

以学习环境状态和生成候选预测信号． 从决策者

视角来看，对股指的预测并不能直接影响股票市

场． 因此，更加需要设计股票市场环境对智能体历

史决策的反馈机制，以实现智能体对自身决策模

式的动态调整．

２　 股票关联网络层次化表征学习

股指成分股价格波动关联是股票市场运行的

基本规律． 股票市场中少数权重（龙头）股票的价

格波动，会引发行业板块内其他股价的波动；受行

业波动溢出影响，市场的“板块联动”现象极易发

生，进而可能引起较大规模的系统性风险． 本节试

图利用股指成分股的基本面数据和历史行情数

据，基于滑动窗口技术构建时序股票关联网络；进
而考虑不同行业波动溢出效应对股指运行趋势的

影响，利用 ＤＩＦＦＰＯＯＬ［１８］ 深度学习框架学习时序

股票关联网络的层次化表征；最后将其作为特征

输入可微分类模型生成候选股指预测信号．
２． １　 股指时间序列属性图模型

目前构造股票关联网络最常用的方法是基于

股票间价格波动的相关性，首先计算成分股价格

序列的 Ｐｅａｒｓｏｎ 相关系数，然后通过最小生成树

（ＭＳＴ）、阈值模型或平面极大过滤图（ＰＭＦＧ）得

到邻接矩阵，最后提取网络的拓扑指标研究其与

股指波动的相关性． 由于 Ｐｅａｒｓｏｎ 相关性只能刻画

时间序列间线性相关性，而不能度量股票市场中

非常重要的非线性特征，以及在非常规金融风险

事件发生场景下成分股间的关联性． 为此，引入复

杂网络领域的可视图（Ｖｉｓｉｂｉｌｉｔｙ Ｇｒａｐｈ， ＶＧ） 模

型［１７］来分析股指成分股间的相依结构． ＶＧ 模型

常被用来描述随机、分形和混沌的单变量时间序

列，以及多元时间序列，已有文献证明 ＶＧ 模型非

常适合捕捉非平稳系统中的时间序列不可逆性，
从而使其在金融领域的应用成为可能． Ｙａｎｇ
等［３８］将汇率序列映射成具有层次结构的无标度

网络，进而用来量化序列的 Ｈｕｒｓｔ 指数． Ｙａｎ 等［３９］

指出时间序列可视图的连通性可以用来测量股票价

格的超指数变化的幅度，进而利用 ＶＧ 中节点的度

来预测金融市场价格的峰值和低谷． Ｆｌａｎａｇａｎ 和

Ｌａｃａｓａ［４０］利用 ＶＧ 模型量化 １９９８ 年—２０１２ 年期间

的 ３５ 个金融指数的时间不可逆性，实验结果表明

ＶＧ 模型可以充分适应金融时间序列情景，揭示

股票价格演化结构中潜在的有价值信息． Ｇｏｎｃａｌ⁃
ｖｅｓ 等［４１］用信息理论概念分析了全球贸易市场可

视图的连通性，通过提取市场风险的量词构建风

险指标，实证表明该指标与金融不稳定时期高度

相关． Ｚｏｕ 等［４２］利用复杂网络方法来描述基于时

间序列的动力系统，将 ＶＧ 模型应用于工程学和

经济学等不同领域，并展示了时间序列网络在解

决现实世界科学问题方面的巨大潜力．
考虑到股指成分股定期调整的影响，在构建 ｔ

时刻股票关联网络时，基于股指当前时刻最新的

成分股数据，首先选取股指成分股 ｉ 在时间范围

α ∈［ ｔ －ｌ ＋１，ｔ］ 内的收盘价序列 Ｐ ｔ，ｌ
ｉ ＝ （ｐｔ －ｌ＋１

ｉ ，…，
ｐｔ
ｉ） ，其中 ｌ 表示滑动时间窗口长度． ＶＧ 模型可将

成分股 ｉ 的收盘价序列 Ｐ ｔ，ｌ
ｉ 投影到如图 １ 所示的

二维平面． 具体地，ＶＧ 采用直方图可视化序列

Ｐ ｔ，ｌ
ｉ 中的 ｌ 个样本点，每个样本点 （α，ｐα

ｉ ） 看作可

视网络中的一个节点，任意两个节点 （α， ｐα
ｉ ） 和

（β，ｐβ
ｉ ） （ α ＜ β ）之间如果存在连边，当且仅当
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ｐγ
ｉ ＜ ｐβ

ｉ ＋ （ｐα
ｉ － ｐβ

ｉ ）
β － γ
β － α ，即在序列 Ｐ ｔ，ｌ

ｉ 中不存

在样本点 （γ，ｐγ
ｉ ） （ α ＜ γ ＜ β ）阻挡 （α，ｐα

ｉ ） 和

（β，ｐβ
ｉ ） 彼此视线． 基于上述规则，ＶＧ 从收盘价序

列 Ｐ ｔ，ｌ
ｉ 中提取一个无向连通的可视网络，并获得

该网络的边集

Ｅｔ，ｌ
ｉ ＝ ｅｔ，ｌα β ｜ α ＜ γ ＜ β，ｐγｉ ＜ ｐβｉ ＋（ｐαｉ － ｐβｉ ）

β－γ
β－α{ } （１）

使用时间窗口内可视网络边集的 Ｊａｃｃａｒｄ 相似

性来度量任意两支成分股 ｉ 和 ｊ 间股价波动相关性

ｔ，ｌ
ｉ，ｊ ＝ Ｊａｃｃａｒｄ（Ｅ ｔ，ｌ

ｉ ，Ｅ ｔ，ｌ
ｊ ） ＝

｜ Ｅ ｔ，ｌ
ｉ ∩ Ｅ ｔ，ｌ

ｊ ｜
｜ Ｅ ｔ，ｌ

ｉ ∪ Ｅ ｔ，ｌ
ｊ ｜
（２）

（ａ） 申万宏源 ２０２１ 年 ９ 月 ２２ 日到 １０ 月 １９ 日的收盘价可视图

（ｂ） 中国宝安 ２０２１ 年 ９ 月 ２２ 日到 １０ 月 １９ 日的收盘价可视图

图 １　 基于可视图模型的收盘价序列投影方法

Ｆｉｇ． １ Ｔｈｅ ｐｒｏｊｅｃｔｉｏｎ ｍｅｔｈｏｄ ｏｆ ｃｌｏｓｉｎｇ ｐｒｉｃｅ ｓｅｑｕｅｎｃｅ ｂａｓｅｄ
ｏｎ ｖｉｓｉｂｉｌｉｔｙ ｇｒａｐｈ ｍｏｄｅｌ

如图 １ 所示，当时间窗口长度 ｌ ＝ １５， 成分股

申万宏源在 ２０２１ 年 ９ 月 ２２ 日到 ２０２１ 年 １０ 月

１９ 日时间范围内的收盘价序列可被投影到一个

包含 ４２ 条连边的可视网络，成分股中国宝安则可

被投影到一个包含 ４５ 条连边的可视网络． 从图 １
不难看出，两支成分股在相应时间窗口内都呈下

降趋势，但是它们价格波动的局部差异显著：申万

宏源在 ９ 月 ２４ 日和 ９ 月 ２７ 日经历连续两次较大

幅度的下跌后，其股价在后续 １２ 个交易日内呈现

较为平稳的运行态势；相反，中国宝安股价波动较

为剧烈，在 ９ 月 ３０ 日出现了单日大幅上涨后，其
股价形成了一个局部新高． 基于 ＶＧ 模型对股价

序列的投影，可以清楚地观察到局部新高所对应

时间节点（如图 １（ｂ）中的 ９ 月 ３０ 日）的度相对较

大；而局部新低所对应时间节点（如图 １（ｂ）中的

９ 月 ２９ 日）的度相对较小． 基于式（２），两支成分

股在相应时间窗口内可视网络边集的 Ｊａｃｃａｒｄ 相

似度仅为 ０． ４７５，表明它们价格波动的相似度较

低． 与此相反，价格波动的 Ｐｅａｒｓｏｎ 相关系数高达

０. ９５８． 由此可见，相较于 Ｐｅａｒｓｏｎ 相关性，ＶＧ 模

型可以识别时间序列的局部拐点，进而可以准确

捕捉股指成分股价格波动的局部差异．
基于上述计算过程，可计算出股指成分股在

时间窗口［ ｔ － ｌ ＋ １，ｔ］内的相似矩阵． 考虑到相似

性矩阵为全连接矩阵，为了剔除冗余的连边，采用

平面极大过滤图（ＰＭＦＧ） ［ １ ３ ］ 法对相似性矩阵做

如下裁剪：１）将成分股价格波动相似度计算结果从

大到小进行排序；２）依次从剩余的节点对中选择价

格波动最相似的节点对，在保证图的可平面性质条

件下进行连接；３）重复上述过程直至遍历完所有节

点对．最终得到满足可平面性质的最大过滤图． 相比

于最小生成树（ＭＳＴ）和阈值模型，ＰＭＦＧ 不仅可保留

图的层次化结构，还允许有更多的连边存在，其过滤

后的平面图中还保留环和派系等子图结构．
最后，选取 ７ 种常用的基本面指标和 １４ 种技

术指标（如表 １ 所示），来刻画时间窗口 ［ ｔ － ｌ ＋
１，ｔ］ 内成分股的运行状态，进而构建该窗口内股

票关联网络的属性图 Ｇ ｔ，ｌ ＝〈Ａｔ，ｌ，Ｆ ｔ，ｌ〉 ，其中 Ａｔ，ｌ ∈

｛０，１｝ ｎ×ｎ 表示股票关联网络的邻接矩阵， Ｆ ｔ，ｌ ∈
ＲＲｎ×κ 表示股票关联网络的属性矩阵，其中每一行

表示成分股 ｉ 在 ｔ 时刻的基本面和技术指标． 与此

同时，股票关联网络 Ｇ ｔ，ｌ 具有一个隐含的图标签

ｙｔ 信息，即股指在 ｔ ＋ １ 时刻相对于 ｔ 时刻的运动

方向． 令 Ｉｔ 表示股指 Ｉ 在 ｔ 的指数价格，如果 Ｉｔ ＜
Ｉｔ ＋１ ，则 ｙｔ ＝ ＋ １ ；反之， ｙｔ ＝ － １ ．

为了准确刻画股票市场的整体运行状态，引
入包括消费物价指数 （ ＣＰＩ）、生产者物价指数

（ＰＰＩ）和采购经理人指数（ＰＭＩ）在内的 ３ 种指标

刻画宏观经济整体的运行状态． 同时，引入牛熊

分界指标（ＢＢＩ） ［４３］ 刻画股票市场的整体运行状

态：当月度股指收益率大于近 ３ 年月度收益率
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均值时，相应指标变量取值为 １（表示当前市场

为牛市环境）；反之取值为 ０． 此外，文献［４４］基于

现有相关研究成果从理论上建立了考虑消费与投资

者情绪的资产定价模型， 然后选取 ２００５ 年 ５ 月至

２０１８ 年 ４ 月期间的中国 Ａ 股上市公司数据以及

消费和投资者情绪数据，研究结果表明在资产定

价模型中引入消费和投资者情绪因子能够在理论

上对 ＣＡＰＭ、Ｆａｍａ⁃Ｆｒｅｎｃｈ 三因子和五因子模型进

行合理拓展和修正． 参考文献［４５］的做法，选用

封闭式基金折价率、ＩＰＯ 数量、ＩＰＯ 首日收益和

换手率作为原始投资者情绪指标，然后进行主

成分分析，选取前两个主成分作为投资者情绪

的复合指标（ ＩＳＩ）：当情绪指标高于总体均值时，
相应情绪指标取值为 １（表示当前市场投资情绪

良好）；反之取值为 ０． 最后，借鉴文献［４６］的思

想，基于公募基金季度持仓数据，利用 Ｐｅａｒｓｏｎ
相关性、Ｋｅｎｄａｌｌ 秩相关性和 Ｔａｉｌ 相关性构建

金融机构间的关联网络；然后选取各层网络的

平均权重作为市场整体运行状态 （见表 ２） 的

补充．
表 １　 成分股运行指标定义

Ｔａｂｌｅ １ Ｄｅｆｉｎｉｔｉｏｎｓ ｏｆ ｔｈｅ ｍｏｖｅｍｅｎｔ ｉｎｄｉｃｅｓ ｏｆ ｃｏｎｓｔｉｔｕｅｎｔ ｓｔｏｃｋｓ

成分股运行指标 指标定义

基本面指标

每股收益 税后利润（净利润）与股本总数的比率

总资产收益率 净利润与总资产的比率

净资产收益率 净利润与净资产的比率

市盈率 每股市价与每股盈利的比率

市净率 每股股价于每股净资产的比率

每股净资产 股东权益（净资产）与流通在外普通股股数的比率

股息率 股息与股票买入价之比

技术指标

收益率 ＲＯＣｔ，ｌ
ｉ ＝ （ｐｔｉ － ｐｔ－ｌ＋１ｉ ） ／ ｐｔ－ｌ＋１ｉ ， ｐｔｉ 表示成分股 ｉ 在 ｔ 时刻的收盘价

相对强弱指标 ＲＳＩｔ，ｌｉ ＝ １００ － １００ ／ （１ ＋ ＲＳｔ，ｌ
ｉ ） ， ＲＳｔ，ｌ

ｉ 表示成分股 ｉ 在 ［ ｔ － ｌ ＋ １，ｔ］ 内涨幅合计与跌幅合计比值

Ｗｉｌｌｉａｍ’ｓ ％Ｒ
Ｗｉｌｌｉａｍ’ｓ ％Ｒｔ，ｌ

ｉ ＝ （Ｈｔ，ｌ
ｉ － ｐｔｉ） ／ （Ｈｔ，ｌ

ｉ － Ｌｔ，ｌ
ｉ ） ， Ｈｔ，ｌ

ｉ 和 Ｌｔ，ｌ
ｉ 分别表示成分股 ｉ 在 ［ ｔ － ｌ ＋ １，ｔ］ 内的

最高和最低价

Ｓｔｏｃｈａｓｔｉｃ ％Ｋ Ｓｔｏｃｈａｓｔｉｃ ％Ｋｔ，ｌ
ｉ ＝ （ｐｔｉ － Ｌｔ，ｌ

ｉ ） ／ （Ｈｔ，ｌ
ｉ － Ｌｔ，ｌ

ｉ ）

Ｓｔｏｃｈａｓｔｉｃ ％Ｄ Ｓｔｏｃｈａｓｔｉｃ ％Ｄｔ，ｌ
ｉ ＝ （％Ｋｔ，ｌ

ｉ ＋ ％Ｋｔ－１，ｌ
ｉ ＋ ％Ｋｔ－２，ｌ

ｉ ） ／ ３

滑动平均 ＭＡｔ，ｌ
ｉ ＝ (∑

ｌ

ｏ ＝ １
ｐｔ－ｌ＋ｏｉ ) ／ ｌ

指数滑动平均 ＥＭＡｔ，ｌ
ｉ ＝ ２（ｐｔｉ － ＥＭＡｔ－１，ｌ

ｉ ） ／ （ ｌ ＋ １） ＋ ＥＭＡｔ－１，ｌ
ｉ

加权滑动平均 ＷＭＡｔ，ｌ
ｉ ＝ (２ ∑

ｌ

ｏ ＝ １
ｏｐｔ－ｌ＋ｏｉ ) ／ ｌ（ ｌ ＋ １）

三角滑动平均 ＴＭＡｔ，ｌ
ｉ ＝ (∑

ｌ

ｏ ＝ １
ＭＡｔ－ｌ＋ｏ，ｌ

ｉ ) ／ ｌ

平滑异同滑动平均 ＭＡＣＤｔ，ｌ
ｉ ＝ ＥＭＡｔ，９

ｉ － ＥＭＡｔ，２６
ｉ

市场偏差指标 ＭＢＩｔ，ｌｉ ＝ （ｐｔｉ － ＭＡｔ，ｌ
ｉ ） ／ ＭＡｔ，ｌ

ｉ

顺势指标
ＣＣＩｔ，ｌｉ ＝ （ＴＰｔ

ｉ － ＳＭＡＴＰｔ，ｌ
ｉ ） ／ ＭＤｔ，ｌ

ｉ ， ＴＰｔ
ｉ ＝ （Ｈｔ

ｉ ＋ Ｌｔ
ｉ ＋ ｐｔｉ） ／ ３ ， ＳＭＡＴＰｔ，ｌ

ｉ 表示 ＴＰｔ
ｉ 的简单算数平均，

ＭＤｔ，ｌ
ｉ 表示移动窗口内 ＴＰｔ

ｉ 和 ＳＭＡＴＰｔ，ｌ
ｉ 的平均绝对差

心理线指标＿ ＰＳＹｔ，ｌ
ｉ ＝ ＲＤａｙｔ，ｌｉ ／ ｌ ， ＲＤａｙｔ，ｌｉ 表示成分股 ｉ 在 ［ ｔ － ｌ ＋ １，ｔ］ 内的上涨天数

平衡交易量指标
ＯＢＶｔ，ｌ

ｉ ＝ ＯＢＶｔ－１，ｌ
ｉ ＋ ϕｔ

ｉ ｖｔｉ， ｖｔｉ 表示成分股 ｉ 在 ｔ 时刻的成交量，若当日股价相当于前一日收盘价上涨，

ϕｔ
ｉ ＝ １，否则ϕｔ

ｉ ＝ － １
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表 ２　 股票市场运行指标定义

Ｔａｂｌｅ ２ Ｄｅｆｉｎｉｔｉｏｎｓ ｏｆ ｔｈｅ ｍｏｖｅｍｅｎｔ ｉｎｄｉｃｅｓ ｏｆ ｓｔｏｃｋ ｍａｒｋｅｔ

市场运行指标 指标定义

消费物价指数（ＣＰＩ）

生产者物价指数（ＰＰＩ）

采购经理人指数（ＰＭＩ）

牛熊分界指标（ＢＢＩ） ［ ４３ ］

当股指收益率大于近 ３ 年月度

收益率均值时，相应指标变量

取值为 １；反之取值为 ０

投资者情绪指标（ＩＳＩ） ［ ４５ ］
当复合情绪指标高于总体均值

时，取值为 １；反之取值为 ０．

Ａｖｇ． ｗＰ
ｉｊ

［ ４６ ］
基于 Ｐｅａｒｓｏｎ 相关性的金融机

构关联网络平均权值

Ａｖｇ． ｗＫ
ｉｊ

［ ４６ ］
基于 Ｋｅｎｄａｌｌ 秩相关性的金融

机构关联网络平均权值

Ａｖｇ． ｗＴ
ｉｊ

［ ４６ ］
基于 Ｔａｉｌ 相关性的金融机构关

联网络平均权值

２． ２　 股票关联网络层次化表征和图分类算法

基于上述股指时间序列属性图模型，结合滑

动窗口技术构建时序股票关联网络． 然后融合股

票关联网络的标签信息，获得一组含有标签信息

的图数据 Ｄ ＝ ｛（Ｇ ｔ，ｌ，ｙｔ），（Ｇ ｔ ＋１，ｌ，ｙｔ ＋１），…｝ ． 这
样，股指预测问题可被形式化为一种图分类问题，
即学习一个映射函数 ｆ：Ｇ → Ｙ ，将股票关联网络

映射到一组标签的集合．
区别于传统的有监督分类任务，解决上述问

题的主要挑战来自如何从股票关联网络提取有用

的分类特征． 传统的研究多是基于特征工程的方

法，人工定义股指预测模型的预测因子． 尽管这种

方式构建的股指预测模型具有较强的可解释性，
但是人工定义的预测因子难以充分捕捉股票市场

的非线性和非平稳性，极大限制了股指预测结果

的准确性和鲁棒性． 为此，本研究引入深度学习方

法，自动学习适用于股指预测任务的预测因子． 考
虑到相同行业板块的股指成分股具有显著的价格

同步特征，不同行业板块的股指成分股存在领先

滞后 和 轮 动 效 应［ １５ ］ ． 借 助 可 微 池 化 （ ＤＩＦＦ⁃
ＰＯＯＬ） ［ １８ ］框架层次化聚合股票关联网络的节点

属性信息，试图从不同行业视角提取影响股指价

格波动的中观尺度预测因子，进而重构股票关联

网络的粗化图． 上述特征提取模型以股票关联网

络分类任务为驱动，其最终聚合得到的层次化表

征向量与股票市场整体运行状态向量（如表 ２ 所

示）拼接后，作为可微分类器的特征输入，整个系

统使用随机梯度下降进行端到端的训练．

图 ２　 基于 ＤＩＦＦＰＯＯＬ 架构的股票关联网络分类模型

Ｆｉｇ． ２ Ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｆｏｒ ｓｔｏｃｋ ｃｏｒｒｅｌａｔｉｏｎ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ ｔｈｅ ＤＩＦＦＰＯＯＬ ｆｒａｍｅｗｏｒｋ

　 　 传统的 ＧＮＮ 模型仅仅通过图的连边来传递

信息，且试图针对所有节点嵌入进行全局池化，忽
略了图中可能存在的层级结构． Ｙｉｎｇ 等［１８］提出了

可微池化操作模块 ＤＩＦＦＰＯＯＬ，其核心思想是通

过一个微分模块分层地聚合节点信息，然后基于

学习到的嵌入，将节点映射为簇（ｃｌｕｓｔｅｒ）的集合，
进而在 ＧＮＮ 的每一层学习一个可微的软分配

（ｓｏｆｔ ａｓｓｉｇｎｍｅｎｔ），最后通过分层的方式堆叠多个

ＧＮＮ 层用于图分类任务． ＤＩＦＦＰＯＯＬ 的整体架构

如图 ２ 所示． 为了学习有用的图分类表示，本文在

—６５１— 管　 理　 科　 学　 学　 报 ２０２３ 年 ４ 月



单层 ＧＮＮ 模块中使用图卷积神经网络 （Ｇｒａｐｈ
Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋ， ＧＣＮ） ［４７］ 的消息传递方式．
给定一个股票关联网络 （Ｇ ｔ，ｌ，ｙｔ） ，初始化节点嵌

入矩阵为 Ｈ（０） ＝ Ｆｔ，ｌ ，ＧＣＮ 的消息传播函数可表

示为

Ｈ（ｋ） ＝ ＲｅＬＵ（Ｄ�－１ ／ ２ Ａ�Ｄ�－１ ／ ２ Ｈ（ｋ－１） Ｗ（ｋ－１）） （３）

其中 Ａ� ＝ Ａｔ，ｌ ＋ Ｉ表示带自环的股票关联网络邻接

矩阵，Ｄ�为度矩阵，Ｗ（ｋ） ∈ＲＲ κ×κ 表示权重矩阵． 单
层 ＧＣＮ 模块迭代 Ｋ 次，最终输出节点嵌入矩阵

Ｚ ＝ Ｈ（Ｋ） ．
由于 ＤＩＦＦＰＯＯＬ 架构不需要了解单层 ＧＮＮ

模块的消息传递函数，因此可以将经过 Ｋ 次迭代

单层 ＧＣＮ 模块的输出抽象表示为 Ｚ ＝ ＧＣＮ（Ａｔ，ｌ，
Ｆｔ，ｌ） ． ＤＩＦＦＰＯＯＬ 旨在定义一种通用、端到端且可

微的策略，使得可以用一种层次化的方式堆叠多

层 ＧＮＮ 模 型． 给 定 ＧＣＮ 模 块 的 输 出 Ｚ ＝
ＧＣＮ（Ａｔ，ｌ，Ｆｔ，ｌ） 和股票关联网络的邻接矩阵 Ａ ∈
｛０，１｝ ｎ×ｎ ，ＤＩＦＦＰＯＯＬ 试图寻找一种方式得到一

个新的包含 ｍ ＜ ｎ 个节点的粗化图（ ｃｏａｒｓｅｎｅｄ
ｇｒａｐｈ）， 其 中 这 个 新 图 的 邻 接 矩 阵 为 Ａ′ ∈
｛０，１｝ｍ×ｍ ，节点嵌入矩阵为 Ｚ′∈ＲＲ ｍ×κ ． 该粗化图

可作为下一层 ＧＣＮ 的输入，重复 Ｄ 次可得到了一

系列的粗化图．
定义第 ｄ 层学习到的类簇隶属矩阵为 Ｓ（ｄ） ∈

ｎｄ×ｎｄ＋１ （ ｎｄ ＞ ｎｄ＋１ ）， ｎｄ 表示第 ｄ 层的节点数，
ｎｄ＋１ 表示第 ｄ ＋ １ 层的节点数， Ｓ（ｄ） 可理解为第 ｄ
层的每个节点到第 ｄ ＋ １ 层每个节点（类簇）的概

率． 基于 （ Ａ（ｄ＋１）， Ｘ（ｄ＋１）） ＝ ＤＩＦＦＰＯＯＬ（ Ａ（ｄ），
Ｚ（ｄ）） 的方式进行图粗化，其中 Ａ（ｄ＋１） 表示第 ｄ ＋ １
层类簇间的连接强度，采用如下公式更新

Ａ（ｄ＋１） ＝ Ｓ（ｄ） Ｔ Ａ（ｄ） Ｓ（ｄ） ∈ ＲＲ ｎｄ＋１×ｎｄ＋１ （４）
Ｘ（ｄ＋１） 表示第 ｄ ＋ １ 层类簇的嵌入矩阵，其更

新策略如下

Ｘ（ｄ＋１） ＝ Ｓ（ｄ） Ｔ Ｚ（ｄ） ∈ ＲＲ ｎｄ＋１×κ （５）
ＤＩＦＦＰＯＯＬ 采取两种不同 ＧＮＮ 模块分别学习

每层的类簇隶属矩阵为 Ｓ（ｄ） 和节点嵌入矩阵 Ｚ（ｄ）

Ｚ（ｄ） ＝ ＧＮＮｄ，ｅｍｂｅｄ（Ａ（ｄ），Ｘ（ｄ）） （６）
Ｓ（ｄ） ＝ ｓｏｆｔｍａｘ（ＧＮＮｄ，ｐｏｏｌ（Ａ，Ｘ（ｄ））） （７）

其中 ＧＮＮｄ，ｐｏｏｌ 表示第 ｄ 层的池化 ＧＮＮ，其输出维

度对应于第 ｄ 层预定义的最大类簇数． ＤＩＦＦＰＯＯＬ
框架的倒数第二层，令 Ｓ（Ｄ－１） 为一个全 １ 向量，即
所有节点在最后的第 Ｄ 层被划分到同一个类簇．
这样，ＤＩＦＦＰＯＯＬ 可生成对应于原始股票关联网

络的一个嵌入向量 Ｘｔ ∈ ＲＲ κ ． 最后，将 Ｘｔ 与股票

市场整体运行状态向量 Ｏｔ 进行拼接后，输入可微

分类器． 整个系统使用随机梯度下降进行端到端

的训练． 由于训练 ＧＮＮｄ，ｐｏｏｌ 本质上属于一个非凸

优化问题， 本文使用辅助链路预测目标来训练池

化 ＧＮＮ，即在第 ｄ 层，最小化如下的损失函数

Ｌ（ｄ）
ＬＰ ＝ ‖ Ａ（ｄ），Ｓ（ｄ） Ｓ（ｄ） Ｔ‖Ｆ （８）

其中 ‖·‖Ｆ 表示 Ｆｒｏｂｅｎｉｕｓ 范数． 考虑到节点的

类簇隶属应该接近于 ｏｎｅ⁃ｈｏｔ 向量，以便明确定义

每个类簇或子图间的关系． 为此，在每一层引入如

下的损失函数来规范类簇隶属矩阵的熵

Ｌ（ｄ）
Ｅ ＝ １

ｎｄ
∑
ｎｄ

ｉ ＝ １
ｅｎｔｒｏｐｙ（Ｓ（ｄ）

ｉ ） （９）

其中 ｅｎｔｒｏｐｙ（·） 表示熵函数． 在训练期间，将每

层的 Ｌ（ｄ）
ＬＰ 和 Ｌ（ｄ）

Ｅ 加入到分类损失函数中，整个系

统的损失函数定义为

Ｌｔｏｔａｌ ＝ Ｌｂａｓｅ ＋ ∑
Ｄ

ｄ ＝ １
（Ｌ（ｄ）

ＬＰ ＋ Ｌ（ｄ）
Ｅ ） （１０）

其中 Ｌｂａｓｅ 表示可微分类器（如逻辑回归、多层感知

器和栈式自编码器等）的损失函数． 相较于直接

从原始股指时间序列提取预测因子的传统股指预

测方法，本研究基于可微池化框架层次化提取股

票关联网络的非线性特征，有效聚合不同类簇的

技术指标，并基于股票关联网络的层次化聚类结

果捕捉不同类簇的相互影响，进而自动学习适用

于股指短期趋势预测的预测变量．

３　 自适应股指预测方法

股指价格受诸多因素共同影响，呈现出不同

的特点，任何模型都很难将股票市场的影响因素

全部囊括，更不可能将全部因素的影响都体现在

模型中，单一的模型更是难以满足股指预测需求．
因此，国内外一些学者试图构建组合预测模型综
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合描述股指时间序列线性、非线性特征，期望在一

定程度上提高预测模型的鲁棒性． 现有的组合预

测模型大多是借鉴集成学习的思想，在要求个体

学习器具备较高的预测精度同时，还需具备一定

的多样性． 传统的组合预测模型缺乏对自身决策

模式的学习完善，无论股票市场发生何种变化，历
史预测精度如何波动，这类方法按照既定模式做

出决策，缺乏对股票市场收益率可预测性的动态

感知以及对自身决策模式的自动调整． 为此，研究

试图设计可动态调整自身决策模式的自适应模型

以提升股指预测的鲁棒性． 考虑到股指预测中动

态时变的股票市场环境以及面向动态状态下的候

选预测信号寻优目标，该问题可以被形式化一种

强化学习（Ｒｅｉｎｆｏｒｃｅｍｅｎｔ Ｌｅａｎｉｎｇ）结构，即在动态

环境（股票市场）与动作（候选预测信号选择）的
交互过程获得奖励（股指收益率），并以最优化全

局奖 励 为 目 标 学 习 动 作 的 选 择 策 略． 引 入

ＮＤＱＮ［ １ ９ ］思想，提出了一种考虑动作评估反馈的

深度强化学习方法 ＡＥＦ⁃ＤＱＮ（Ａｃｔｉｏｎ Ｅｖａｌｕａｔｉｏｎ
Ｆｅｅｄｂａｃｋ Ｄｅｅｐ Ｑ⁃Ｌｅａｒｎｉｎｇ），以在决策过程中考虑

股票市场环境对智能体历史决策反馈等影响． 具
体地，研究将自适应股指预测问题建模为马尔科

夫决策过程 ＭＭ（ＡＡ，ＳＳ，Ｒ） ，其中ＡＡ 表示动作空间，
ＳＳ 表示状态空间， Ｒ 表示奖励函数． 为简化起见，
ＡＥＦ⁃ＤＱＮ 以单个交易日为决策周期，在每个决策

周期，智能体通过与股票市场环境的交互，选择动

作空间的候选预测信号对股指短期波动进行预

测，并基于环境反馈的回报来衡量动作的价值． 决
策过程ＭＭ 中的主要元素的定义如下：

１）动作空间

针对自适应股指预测问题，考虑将 ＤＩＦＦ⁃
ＰＯＯＬ 模型与不同分类器组合学习到的候选股指

预测信号作为智能体的动作． 考虑到股指常见有

３ 种运行趋势：１）股指持续上涨形成上升走势；２）
股指持续下跌形成下跌走势；３）股指震荡运行形

成震荡走势． 当股指运行在较为明显的上升（下
降）趋势中时，训练样本中股指成分股特征指标

将呈现较为显著的线性分布，此时考虑在 ＤＩＦＦ⁃
ＰＯＯＬ 模块使用逻辑回归 （ Ｌｏｇｉｓｔｉｃｓ Ｒｅｇｒｅｓｓｉｏｎ，

ＬＲ）用于捕捉股指在上升（下降）趋势的走势特

征． 当股指运行在较为明显的震荡趋势中时，训练

样本中股指成分股特征指标将呈现较为显著的均

匀分布，考虑在 ＤＩＦＦＰＯＯＬ 模块中使用多层感知

器（Ｍｕｌｔｉｌａｙｅｒ Ｐｅｒｃｅｐｔｒｏｎ， ＭＬＰ）用于捕捉股指在

震荡趋势中的走势特征． 需要特别指出的是，当股

指运行在相对稳定的上升（下降）趋势中时，市场

内部（外部）环境的突发利好（利空）消息可能会

引发股指出现异常波动，进而打破其原先的阶段

性运行趋势． 此时的股指预测可看作解决非平衡

样本的离群点检测问题． 有鉴于此，基于异常检测

自编码器（Ｏｕｔｌｉｅｒ Ｄｅｔｅｃｔｉｏｎ ｗｉｔｈ Ａｕｔｏｅｎｃｏｄｅｒ Ｅｎ⁃
ｓｅｍｂｌｅｓ） ［ ４８ ］设计思想，尝试在 ＤＩＦＦＰＯＯＬ 模型中

引入一个简单的栈式自编码器（ Ｓｔａｃｋｅｄ Ａｕｔｏｅｎ⁃
ｃｏｄｅｒｓ， ＳＡ）来动态捕捉股指运行过程中离群点

（趋势拐点）． 具体地，根据 ＤＩＦＦＰＯＯＬ 模块输出

的表征向量 Ｘｔ 与市场整体运行状态向量 Ｏｔ 拼接

后的向量维度 Ｋ ＝ ｜ Ｘｔ ｜ ＋｜ Ｏｔ ｜ ，构建一个结构为

Ｋ × Ｋ
２ × Ｋ

４ × １ 的编码器和一个结构为 １ × Ｋ
４ ×

Ｋ
２ × Ｋ 的解码器． 在模型训练过程中，将训练集中

类别占比较高的股票关联网络视为正例样本；反
之则视为负例样本． 在此基础上，首先训练一个仅

针对正例样本数据的栈式自编码器，然后利用负

例样本的重构误差反向传播更新 ＤＩＦＦＰＯＯＬ 模型

参数． 综上所述，本研究在 ＤＩＦＦＰＯＯＬ 模块分别使

用 ３ 种可微分类器，即逻辑回归、多层感知器和栈

式自编码器，对股票关联网络进行分层聚合进而

生成候选预测信号． 其中，逻辑回归和栈式自编码

器激活函数采用 Ｓｉｇｍｏｉｄ 函数，多层感知器激活

函数采用 ｔａｎｈ 函数． 为简化起见，智能体在 ｔ 时刻

可采取的动作为 ａｔ ∈ ＡＡ ＝ ｛ｙ
�
ＬＲ，ｙ

�
ＭＬＰ，ｙ

�
ＳＡ｝ ．

２）状态空间

在每个时刻 ｔ 的状态信息包含了股票关联网

络的层次化表征信息、市场总体运行状态信息

（见表 ２）以及最近 ｗ 个决策周期的动作评估信

息． 具体地，本研究基于 ＤＩＦＦＰＯＯＬ 和 ３ 种可微分

类器学习股票关联网络的层次化表征，进而可得
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到一个 ｋ 维嵌入向量 Ｘｔ∈ＲＲ κ ． 同时，考虑智能体

最近 ｗ 个决策周期的动作评估向量 Ｕｔ ＝ （μｔ
１，…，

μｔ
ｗ） ∈ ＲＲ ｗ， 其中 ∀ｏ ∈ ｛１，…，ｗ｝

μｔ
ｏ ＝ １ ｙｔ －ｗ＋ｏ－１ ＝ ａｔ －ｗ＋ｏ－１

－ １ ｙｔ －ｗ＋ｏ－１ ≠ ａｔ －ｗ＋ｏ－１{ （１１）

最后，将两者与股票市场整体运行指标向量 Ｏｔ

进行拼接， ｔ时刻的状态可表示为 ｓｔ ＝ ［Ｘｔ，Ｏｔ，Ｕｔ］ ．
３）奖励函数

假设智能体在学习过程中不断模拟股指期货

投资． 考虑到投资者对投资标的预期报酬越高则

所能忍受的波动风险也越高，反之则越低［ ２０ ］ ． 即
理性的投资者在选择投资标的与投资组合时是在

固定预期报酬下寻求最低风险或在所能承受固定

风险下追求最大报酬为主要目的． 本研究引入前

景理论［ ２１ ］ 中的参照依赖特性来估计奖励值函

数． 为了降低极端行情对动作 － 值函数更新的影

响，利用 Ｓｉｇｍｏｄ 函数对智能体的奖励值进行平滑处

理：如果智能体准确预测股指移动方向（ ｅｔ＋１ｗ ＝ １ ），

获得 σ（ ｜ Ｉ ｔ ＋１ － Ｉ ｔ ｜ ／ Ｉ ｔ） 数值的收益，其中 Ｉｔ 表示

ｔ 时刻的股指价格， σ（·） 表示 Ｓｉｇｍｏｄ 函数；反
之，则获得相应数值的惩罚． 为了鼓励智能体在纠

错的同时尽可能持续采取正确动作，基于智能体

当前动作的评估反馈考虑两种投资收益参考点的

设置：如果智能体准确预测了股指移动方向，则其

投资收益的参考点（预期回报）设置为最近 ｗ 个

决策周期采取动作所获最低奖励值；反之，将考点

设置为最近 ｗ 个决策周期采取动作所获平均奖

励值． 由此， ｔ 时刻智能体的奖励值表示为

ｒｔ＝

σ Ｉ ｔ＋１ －Ｉ ｔ

Ｉ ｔ( )－ ｍｉｎ
ｏ∈｛１，…，ｗ｝

μｔ
ｏσ

｜ Ｉ ｔ－ｗ＋ｏ －Ｉ ｔ－ｗ＋０－１ ｜
Ｉ ｔ－ｗ＋ｏ－１( )

　 　 　 　 μｔ＋１
ｏ ＝１

－σ Ｉ ｔ＋１ －Ｉ ｔ

Ｉ ｔ( )－ １
ｗ ∑

ｏ∈｛１，…，ｗ｝
μｔ
ｏσ

｜ Ｉ ｔ－ｗ＋ｏ －Ｉ ｔ－ｗ＋０－１ ｜
Ｉ ｔ－ｗ＋ｏ－１( )

　 　 　 　 μｔ＋１
ｏ ＝ －１
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（１２）
　 　 根据 Ｂｅｌｌｍａｎ 方程，当前状态的动作———值

函数为 Ｑ（ ｓｔ，ａｔ） ＝ ｒｔ ＋ γＱ（ ｓｔ ＋１，ａ∗） ，其中 ｓｔ ＋１ 表
示智能体到达的下一个状态， ａ∗ 表示下一个状

态中最好的动作， ｒｔ 为采取动作 ａｔ 到达下一个状

态得到的收益． 为优化 Ｑ∗（ ｓｔ， ａｔ） ＝ Ｅａ∗ ～ ε［ ｒ ＋

γＱ（ ｓｔ ＋１，ａ∗） ｜ ｓｔ，ａｔ］ ，传统的强化学习方式是在

状态 ｓｔ 下通过多次迭代训练 更新 Ｑ 值． 但当状态

空间过大时，传统方法在更新 Ｑ 值时，无论是在

时间开销还是空间开销上都力所不逮． 为此，引入

ＮＤＱＮ［ １９ ］算法，通过神经网络（ Ｑ 网络）对 Ｑ 值

进行估计，即 Ｑ（ ｓｔ，ａｔ；θ） ≈ Ｑ∗（ ｓｔ，ａｔ） ． ＮＤＱＮ 的

核心思想是选用两个结构相同的 Ｑ 网络，一个作

为当前 Ｑ 网络用于选择动作，计算当前 Ｑ 值，并
迭代更新模型参数；另一个作为目标 Ｑ 网络用于

计算目标 Ｑ 值． 为了减少目标 Ｑ 值和当前 Ｑ 值的

相关性，目标 Ｑ 网络参数不需要迭代更新，而是

采用延时更新策略，即每隔一段时间直接从当前

Ｑ 网络复制过来．

图 ３　 自适应股指预测模型单步迭代过程

Ｆｉｇ． ３ Ｔｈｅ ｉｔｅｒａｔｉｖｅ ｐｒｏｃｅｓｓ ｉｎ ｓｉｎｇｌｅ ｓｔｅｐ ｏｆ ａｄａｐｔｉｖｅ ｓｔｏｃｋ ｉｎｄｅｘ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ

　 　 综上所述，自适应股指预测问题可以被视

为智能体在动态的股票市场中，通过对股票关

联网络进行层次化表征、当前市场运行环境更

新以及历史动作评估反馈，获得环境状态信息．
然后基于股票关联网络的分类结果执行某种预

测动作进而与环境交互，股票市场受到动作的

影响并返回智能体的奖励和下一个环境状态信

息，从而构成一个完整的单步迭代强化学习（如
图 ３ 所示） ． 本文所提 ＡＥＦ⁃ＤＱＮ 方法的伪代码

如算法 １ 所示．
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算法 １：ＡＥＦ⁃ＤＱＮ 算法

输入：经验回放池 Ξ 最大容量 ｓａｍｐｌｅ＿ｌｉｍｉｔ ，经验回放池 Ξ 最少
元素数 ｓｔａｒｔ＿ｔｒａｉｎ＿ｎｕｍｂｅｒ ，批处理大小 ｂａｔｃｈ＿ｓｉｚｅ，折扣系数 γ 、
学习率 η 、更新频率 ρ 、最大迭代次数 ｅｐｉｓｏｄｅ＿ｍａｘ、样本数 Ｔ
过程：
１． 随机初始化当前网络和目标网络参数： θ ＝ θ′

２． 初始化经验回放池： Ξ ← ϕ
３． 初始化动作评估向量： Ｕｔ ←０ｗ

４． 初始化迭代次数： ｅｐｉｓｏｄｅ ←０
５． Ｗｈｉｌｅ ｅｐｉｓｏｄｅ ≤ ｅｐｉｓｏｄｅ＿ｍａｘ ：
６． ｔ ←０
７． 计算股票关联网络 Ｇｔ，ｌ 层次化表征 Ｘｔ

８． 计算股票市场总体运行向量 Ｏｔ

９． 计算智能体动作评估向量 Ｕｔ

１０． 拼接获得系统状态： ｓｔ ← ［Ｘｔ，Ｏｔ，Ｕｔ］
１１． Ｗｈｉｌｅ ｔ ≤ Ｔ ：
１２． 选择动作 ａｔ ←πε（ ｓｔ） （基于 ε 贪心策略（为较快收敛，探索率

ε 随着迭代的进行而变小），利用当前 Ｑ 网络在状态 ｓｔ 下选择
动作）

１３． 执行动作 ａｔ ，计算奖励 ｒｔ 并更新 ＤＩＦＦＰＯＯＬ 网络参数和动作

评估向量 Ｕｔ＋１ ，生成下一时刻的状态 ｓｔ＋１

１４． Ｉｆ ｜ Ξ ｜ ≥ ｓａｍｐｌｅ＿ｌｉｍｉｔ：
１５． 删除 Ξ 中第一个元素

１６． Ξ ← Ξ ∪ （ ｓｔ，ａｔ，ｒｔ，ｓｔ＋１，ｔ）
　 　 Ｉｆ Ξ ≥ ｓｔａｒｔ＿ｔｒａｉｎ＿ｎｕｍｂｅｒ：
１７． 从经验回放池中任取 ｂａｔｃｈ＿ｓｉｚｅ 个元素作为训练集，对其中每

一个元素 （ ｓｊ，ａ ｊ，ｒｊ，ｓｊ ′，ｔ ｊ） 计算目标 Ｑ 值

Ｑ ｊ ＝
ｒｊ ｔ ｊ ＝ Ｔ

ｒｊ ＋ γ ｍａｘ
ａｊ′ （ ｓｊ′）

Ｑ（ ｓｊ ′，ａ ｊ
′；θ′） ｔ ｊ ＜ Ｔ{

１８． 以 η 为 学 习 率， 采 用 均 方 差 损 失 函 数 １
ｂａｔｃｈ＿ｓｉｚｅ ∑

ｂａｔｃｈ＿ｓｉｚｅ

ｊ ＝ １

（Ｑ ｊ － Ｑ（ ｓｊ，ａ ｊ；θ）） ２ 训练当前 Ｑ 网络，并更新参数 θ
１９． Ｉｆ ｔ％ρ ＝ ＝ ０ ：
２０． 　 　 更新目标 Ｑ 网络的参数 θ′ ← θ
２１． 　 ｔ ← ｔ ＋ １
２２． Ｅｎｄ ｗｈｉｌｅ
２３． ｅｐｉｓｏｄｅ ← ｅｐｉｓｏｄｅ ＋ １
２４． Ｅｎｄ ｗｈｉｌｅ
２５． 输出：目标 Ｑ 网络的参数 θ∗

４　 实证分析

４． １　 实验设置

为考察 ＡＥＦ⁃ＤＱＮ 模型在实际股票市场的适

用性，选取国内外 ４ 个最具代表性股票市场的股

指成分股数据，即沪深 ３００ 指数 （ ＳＨＳＺ）、标普

５００ 指数（ＳＰＸ）、英国富时 １００ 指数（ＵＫＸ）以及

日经 ２２５ 指数（ＮＫＹ）． 实验将每个样本集分为两

个部分，前 ７０％的样本作为样本内数据，用于训

练 ＤＩＦＦＰＯＯＬ 模型的深度图神经网络和深度强化

学习的 Ｑ 网络；后 ３０％的样本作为样本外数据，
用于股指预测效果的评价． 表 ３ 描述了数据集的

基本统计信息． 从中可以看出，４ 个股指数据集中

正负样本的分布较均匀． 在样本外模型评估阶段，
实验基于滑动时间窗口技术对 ＤＩＦＦＰＯＯＬ 模型参

数和深度强化学习模型中的动作 －值函数进行递

归估计． 具体地，为了产生第 ｔ 交易日的候选股指

预测信号，首先用第 ｔ 个交易日的前 Ｔｔｒａｉｎ 个样本

（基于 ｔ 时刻的股指成分股数据构建股票关联网

络）迭代训练 ＤＩＦＦＰＯＯＬ 模型，以更新 ＤＩＦＦＰＯＯＬ
模型的权重矩阵；然后利用训练后的模型生成第 ｔ
个交易日的候选股指预测信号． 为了解决动作 －
值函数的适应性问题，利用第 ｔ 个交易日前 ２０％
样本更新 Ｑ 网络参数，以获得最终股指预测

结果．
表 ３　 股指数据集统计描述

Ｔａｂｌｅ ３ Ｓｔａｔｉｓｔｉｃａｌ ｄｅｓｃｒｉｐｔｉｏｎｓ ｏｆ ｓｔｏｃｋ ｉｎｄｅｘ ｄａｔａｓｅｔｓ

数据集
训练集 测试集

时间跨度 上涨天数 下跌天数 时间跨度 上涨天数 下跌天数

ＳＨＳＺ
２００５ － １０ － １１—

２０１５ － ０７ － ２４
１ ２９５ １ ０８５

２０１５ － ０７ － ２７—

２０１９ － ０９ － ２６
５２９ ４９０

ＳＰＸ
２０１１ － １０ － ２６—

２０１７ － ０５ － １１
７４６ ６４７

２０１７ － ０５ － １２—

２０１９ － ０９ － ２４
３３４ ２６３

ＵＫＸ
２０１５ － ０２ － ２３—

２０１８ － ０５ － １０
４２６ ３８６

２０１８ － ０５ － １１—

２０１９ － ０９ － ２４
１７４ １７４

ＮＫＹ
２０１６ － １０ － １４—

２０１８ － １０ － ３０
２７０ ２３４

２０１８ － １０ － ３１—

２０１９ － ０９ － ２４
１１８ ９８

—０６１— 管　 理　 科　 学　 学　 报 ２０２３ 年 ４ 月



　 　 本文构建一个简易股指期货日内交易模拟器

来评估股指预测模型的性能． 为简化起见，该模拟

器只考虑交易手续费、交割手续费和平仓手续费

３ 种期货交易成本，且不考虑买卖期货时所需的

最低保证金要求． 具体地，根据中国金融期货交易

所 ２０２２ 年 ２ 月 ９ 日公布的数据，一手沪深 ３００ 股

指期货合约的交易手续费标准是万分之 ０． ２３，交
割手续费标准是万分之 ０． ５，平仓收取率标准是

万分之 ３． ４５，合约乘数为 ３００ 元 ／点． 股指期货采

用 Ｔ ＋ ０ 的交易方式，不仅可以做多，也可以做空．
做多即对行情看涨，买入股指期货，如果当日股指

价格上涨，则平仓盈利；做空即对行情看跌，卖出

股指期货，如果当日股指价格下跌，则买入归还获

得盈利． 模型根据第 ｔ 个交易日的股指预测结果

（看涨或看跌），在第 ｔ ＋ １ 个交易日开盘时将现有

模拟资金全部用于做多或做空操作（期货合约价

格与当日股指开盘价相同），并在日内股指收盘

时进行强制平仓． 基于上述交易和结算规则，假设

初始投资本金为 １０ ０００ ＲＭＢ，采用 ４ 种回测指标

衡量不同预测模型的效果：
１）胜率（Ｐｒｏｆｉｔａｂｌｅ Ｒａｔｅ， ＰＲ）：统计在投资周

期内盈利次数的比率．
２） 最大回撤率 （ Ｍａｘｉｍｕｍ Ｄｒａｗｄｏｗｎ Ｒａｔｅ，

ＭＤＲ）：最大回撤率是一个重要的风险指标，其统

计投资周期内资金走到最低点时，收益率下降幅

度的最大值．
３）阿尔法比率（Ａｌｐｈａ Ｒａｔｉｏ， ＡＲ）：阿尔法比

率衡量投资策略相对于市场无风险利率和市场基

准收益率的超额回报． 实验中基于总的交易次数

计算均值和标准差，市场无风险利率设置为 ４％．
４）夏普比率（Ｓｈａｒｐ Ｒａｔｉｏ， ＳＲ）：夏普比率是

常用的衡量风险与收益的指标，衡量每增加一单

位的风险相应所获得的额外回报． 本研究实验中

夏普比率同样是基于总的交易次数计算均值和标

准差．
参考股指预测领域文献［ ４９ ］ 的实验设置，本

研究文构建了一系列用于股指预测的神经网络模

型，包括基于多层感知机 （ Ｍｕｌｔｉ⁃Ｌａｙｅｒ Ｐｅｒｃｅｐ⁃
ｔｒｏｎｓ，ＭＬＰ）、卷积神经网络 （ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ

Ｎｅｔｗｏｒｋ，ＣＮＮ） 、递归神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＲＮＮ）、长短期记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ⁃Ｔｅｒｍ
Ｍｅｍｏｒｙ，ＬＳＴＭ）和门控神经单元（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ
Ｕｎｉｔ，ＧＲＵ） 的模型． 同时，针对 ＲＮＮ、 ＬＳＴＭ 和

ＧＲＵ 等网络模型难以充分利用时间维度信息的

问题，引入注意力机制（Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ）来区

分不同时间维度信息对预测的重要程度． 实验使

用股指前 ７０％的样本数据作为训练集，剩余 ３０％
的样本数据作为测试集． 区别于研究所提的基于

股票关联网络层次化表征的特征提取方法，上述

基于神经网络的股指预测模型的特征指标仅包含

股指开盘价、收盘价、最高价、最低价、当日成交

量、涨跌幅和换手率在内的 ７ 种基础交易指标以

及 ８ 种股票市场运行指标（见表 ２），对应于模型

中每一交易日下特征维度． 实验使用当天所有

１５ 项指标来预测下一交易日股指收盘价． 训练过

程中，采取最近 ３０ 个交易日的所有数据来预测最

新的股指收盘价，并使用均方根误差作为损失函

数使其输出结果不断逼近真实数据． 同时，实验将

考察和对比 ＡＥＦ⁃ＤＱＮ 模型与基础的股票关联网

络分类模型的性能差异，考虑在 ＤＩＦＦＰＯＯＬ 模块

使用 ３ 种可微分类器，即逻辑回归、多层感知器和

栈式自编码器，以观察其对股指预测任务的实用

性． 其相应预测模型分别表示为 ＤＩＦＦＰＯＯＬ⁃ＬＲ、
ＤＩＦＦＰＯＯＬ⁃ＭＬＰ 和 ＤＩＦＦＰＯＯＬ⁃ＳＡ． 实验的基准方

法还引入基于 ＸＧＢｏｏｓｔ 的组合预测模型［ １６ ］，该模

型的输入特征同基于神经网络的预测模型一致．
最后，为了考察模型的自适应性，实验还将对比

ＡＥＦ⁃ＤＱＮ 模型与经典 Ｑ⁃ｌｅａｒｎｉｎｇ 和 Ｓａｒｓａ 模型的

性能． 即在强化学习部分，选择基础的 Ｑ⁃ｌｅａｎｉｎｇ
和 Ｓａｒｓａ 训练动作⁃值函数（相应模型本别表示为

ＤＩＦＦＰＯＯＬ⁃ＱＬ 和 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ）． 区别于研究

所提方法，ＤＩＦＦＰＯＯＬ⁃ＱＬ 和 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 模

型在训练和预测过程中的状态空间仅仅是由二值

化股票关联网络表征向量和股票股票市场整体运

行指标向量拼接而成．
４． ２　 参数分析

研究所提的自适应股指预测模型存在诸多超

参，既包含用于股票关联网络层次化表征的 ＤＩＦ⁃
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ＦＰＯＯＬ 模型参数，还包含对动作 － 值函数进行预

测的 Ｑ 网络参数． 本节利用网格搜索交叉验证

（ＧｒｉｄＳｅａｒｃｈＣＶ）方法对模型参数进行整定．
首先，将股指预测问题看作是有监督图分类

问题来确定 ＤＩＦＦＰＯＯＬ⁃ＭＬＰ 模型的最优参数． 由
于股票关联网络的节点数较少，根据文献［１８］ 的建

议， ＤＩＦＦＰＯＯＬ 模型中 ＧＣＮ 的迭代数和池化层数都

设置为 ２． 实验选取 ２００５ 年 １０ 月 １１ 日到 ２０１５ 年

０７ 月２４ 日 ＳＨＳＺ 股指样本，创建一个超参网络：
测试集大小 Ｔｔｅｓｔ：［５，６，７，８，９，１０，１１，１２］ ，训练集

大小 Ｔｔｒａｉｎ：［２０，２５，３０，３５，４０，４５，５０，５５］ ，隐藏层

维度 ｄ： ［２０，４０，６０，８０，１００，１２０，１４０，１６０］ ，节点

粗化率 δ： ［０． １，０． １５，０． ２，０． ２５，０． ３，０． ３５，０． ４，
０． ４５］ ，迭代次数 τ：［５，１０，１５，２０，２５，３０，３５］ ． 然
后将训练样本等分为 ５ 个部分，使用 ５ 折的交叉

验证并运行 ２００ 个超参组合以得到最佳的超参

数． 图 ４ 展示了不同参数组合 ２００ 次交叉验证结

果． 不难发现在动态训练股票关联网络层次化

表征模型过程中，随着测试集和训练集规模的

增加，模型的投资胜率呈先升后降趋势． 当隐藏

层维度 ｄ 持续增加时，预测模型的投资胜率表现

出较 为 稳 定 的 上 升 趋 势， 而 当 该 参 数 超 过

１４０ 时，投资胜率的提升较为平缓． 进一步分析

节点粗化率 δ 对模型预测性能的影响，该参数

直接影响股票关联网络层次化聚合后类簇结构

的分辨率：较低的粗化率会产生众多规模较小

的类簇；反之，则会产生少数规模较大的类簇．
基于图 ４（ ｄ）的参数分析结果，将节点粗化率 δ
设置为 ３０％． 最后，观察图 ４ （ ｅ） 可以发现模

型迭代次数 τ 的增加并非能显著提升模型的预

测精度，较高的迭代次数可能会造成过拟合

现象．

图 ４　 ＤＩＦＦＰＯＯＬ⁃ＭＬＰ 模型参数分析

Ｆｉｇ． ４ Ｐａｒａｍｅｔｒｉｃ ａｎａｌｙｓｉｓ ｏｆ ＤＩＦＦＰＯＯＬ⁃ＭＬＰ ｍｏｄｅｌ

　 　 然后，采取相同方式对深度强化学习模型进

行参数分析． 实验创建一个超参网络： Ｑ 网络隐

藏层维度 ｄ′： ５，１０，１５，２０，２５[ ] ，目标 Ｑ 网络更新

频率 ρ： ［５，１０，１５，２０，２５，３０］ ，随机数 ε： ［０． ９，
０. ９５，０． ９９］，Ｑ网络学习率 η：［０． ０１，０． ０５，０． １］ ，
折扣系数 γ：［０． ５，０． ６，０． ７，０． ８，０． ９］ ． 图 ５ 汇报
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了不同参数组合 ２００ 次交叉验证结果． 随着 Ｑ 网

络隐藏层维度 ｄ′ 、目标 Ｑ 网络更新频率 ρ 和随机

数 ε 的增加，基于深度强化学习模型的投资胜率

呈先升后降趋势． 随着 Ｑ 网络学习率 η 的增加，
模型预测性能持续下降；相反，模型预测性能随着

折扣系数 γ 的增加而提升．

图 ５　 深度强化学习模型参数分析

Ｆｉｇ． ５ Ｐａｒａｍｅｔｒｉｃ ａｎａｌｙｓｉｓ ｏｆ ＤＱＮ ｍｏｄｅｌ

　 　 综上所述，ＡＥＦ⁃ＤＱＮ 算法的参数设置如表 ４
所示． 在构建股票关联网络时，滑动窗口长度 ｌ 设
置为 １５，任意两支成分股间的股价波动相关性用

相应可视网络边集的 Ｊａｃｃａｒｄ 相似性来度量，最后

采用平面极大过滤图（ＰＭＦＧ）方法对相似性矩阵

进行裁剪，生成股票关联网络． 在训练股票关联网

络层次化表征模型时，用于 ＤＩＦＦＰＯＯＬ 的 ＧＮＮ 模

型建立在图卷积神经网络 ＧＣＮ 架构之上，其迭代

次数 Ｋ 设置为 ２，并在每两个 ＧＣＮ 层之后应用一

个 ＤＩＦＦＰＯＯＬ 层． 在每个股指数据集上共使用

Ｄ ＝ ２ 个 ＤＩＦＦＰＯＯＬ 层． 同时，采用两种不同的稀

疏 ＧｒａｐｈＳＡＧＥ 模型［ ５０ ］分别计算每层的类簇隶属

矩阵为 Ｓ（ｄ） 和节点嵌入矩阵 Ｚ（ｄ） ． 在样本外测试

过程中，对 ＤＩＦＦＰＯＯＬ 模型采用动态训练的方式

生成候选股指预测信号：测试集大小 Ｔｔｅｓｔ 设置为

８，训练集大小 Ｔｔｒａｉｎ 设置为 ３０，隐藏层维度 ｄ 设置

为 １４０，节点粗化率 δ 设置为 ３０％，迭代次数 τ 设

置为 ５． 在训练基于强化学习的自适应股指预测

模型时，分别基于 ３ 种可微分类模型与 ＤＩＦＦ⁃
ＰＯＯＬ 模型的组合，学习每个决策周期的动作（候
选股指预测信号）， 即动作空间 的规模为

＝ ３ ． 动作评估向量 Ｕ ｔ 的维度 ｗ 设置为 ５，通
过与股票关联网络层次化表征向量和市场总体运

行状态向量的拼接，获得最终的状态向量 ｓｔ ． 针
对每个股指训练集，采用 １ ０００ 个 ｅｐｏｃｈ 训练 Ｑ
网络： Ｑ 网络隐藏层维度 ｄ′ 设置为 １０，目标 Ｑ 网

络更新频率 ρ 设置为 ２０，随机数 ε 设置为 ０． ９， Ｑ
网络学习率 η 设置为 ０． ０１，折扣系数 γ 设置为 ０． ９．
４． ３　 行业波动效应分析

长期以来，股指价格波动是否收到相关行业

指数价格波动的影响？ 行业指数价格波动的基本

特征如何？ 各行业指数波动是否具有协同性？ 这

些问题一直是金融领域的研究热点，同样也是投

资者在进行资产配置和价值投资时关注的重点．
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为了探究股票市场剧烈波动时各行业板块对股指

价格波动的影响，选取 ２０１５ 年 ６ 月至 ９ 月 ＳＨＳＺ
指数为研究对象． 指数在这段期间经历了两阶段

大幅回撤，包含 ５ 个重要的时间节点：６ 月１９ 日的

指数表现疲软，跌幅超过 ６％，近千支股票跌停，
行业板块全线飘绿；６ 月 ２６ 日的指数大幅低开，
随后开启放量杀跌模式，逾两千只个股跌停；７ 月

２７ 日上午的指数低开后维持在 ５ 日线与 １０ 日线

之间窄幅震荡，午后由于股指期货快速跳水导致

股指下跌；８ 月 ２４ 日的指数大幅低开，行业板块

全线暴跌，午后股指几近跌停，临近尾盘虽有小幅

上冲，但当其跌幅收窄至 ６％后表现乏力，再次下

探；８ 月 ２５ 日指数大幅跳空低开，早盘股指一度

跌幅收窄，但午后沪深两市均杀跌不止，股指跌破

３ ０００ 点，创年内新低． 为了分析 ＳＨＳＺ 指数大幅

调整前后股票关联网络的拓扑结构特征，本文选

取 ６ 月 １５ 日作为初始观察时间节点，此时市场整

体运行情况相对平稳．
表 ４　 实验参数设置

Ｔａｂｌｅ ４ Ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

股票关联网络

构建参数

窗口长度 ｌ 相关性度量 矩阵裁剪

１５ ＶＧ ＋ Ｊａｃｃａｒｄ 相似度 ＰＭＦＧ

股票关联网络

表征模型参数

ＧＣＮ 迭代数

Ｋ

池化层数

Ｄ

测试集大小

Ｔｔｒａｉｎ

训练集大小

Ｔｔｒａｉｎ

隐藏层维度

ｄ

节点粗化率

δ

迭代次数

τ

２ ２ ８ ３０ １４０ ３０％ ５

基于深度强化

学习的自适应

模型参数

评估向量长度

ｗ

隐藏层维度

ｄ′

网络更新率

ρ

随机数

ε

学习率

η

折扣系数

γ
迭代次数

５ １０ ２０ ０． ９ ０． ０１ ０． ９ １ ０００

　 　 ＤＩＦＦＰＯＯＬ⁃ＭＬＰ 模型对股票关联网络层次化

聚合后，最终将成分股划分到 ９ 个不同类簇． 图 ６
展示了不同时间节点股票关联网络的类簇结构． 其
中，节点亮度表示成分股类簇隶属信息（即 ＤＩＦＦ⁃
ＰＯＯＬ⁃ＭＬＰ 模型层次化聚合结果）；节点形状反映

成分股行业归属信息：构成 ＳＨＳＺ 指数的 ３００ 支成

分股分别隶属于科技（砖石形）、房地产（圆形）、
工业（六边形）、公用事业（八边形）、金融（平行四

边形）、能源（正方形）、消费（圆角正方形）、医药

（三角形）原材料（Ｖ 形）在内的 ９ 种行业板块；节
点规模大小由成分股最近 １５ 个交易日累计收益

率的 Ｓｉｇｍｏｄ 值确定；最近 １５ 个交易日内成分股

间价格波动相似性决定了节点间连边的粗细． 从
图 ６ 可观测得出，在股指运行的不同阶段，科技、
工业、金融、能源行业成分股间连接较为紧密，表
明这些行业成分股价格波动存在较高相似性． 当
股指运行相对平稳时，不同行业成分股价格波动

的趋同性较高，相应股票关联网络的类簇结构不

够显著；例如，在图 ６（ａ）中，公用事业、金融、消费

和能源行业的成分股连接较为紧密，且处于网络

中相对中心的位置． 当股指经历第一轮大幅回撤

时（６ 月 １９ 日—６ 月 ２６ 日），同一行业内成分股价

格走势开始迅速分化，如图 ６（ｂ）～图 ６（ｃ）所示，股
票关联网络呈现较为显著的类簇结构，随后，在
７ 月９ 日—７ 月 ２６ 日期间，ＳＨＳＺ 直接经历了一轮

短期反弹，如图 ６（ｄ）所示，相同行业成分股走势

又开始趋同，股票关联网络类簇结构显著性开始

降低，表明这一轮股指反弹具有普涨效应． 随后，
在 ８ 月 １８ 日—８ 月 ２６ 日期间，股指经历了第二

轮大幅回撤，如图 ６（ｅ） ～图 ６（ｆ）所示， 股票关联

网络类簇结构显著性大幅提升．
为了进一步分析个股和行业异动对股票市场

的影响，实验选取 ２０１５ 年下半年 ＳＨＳＺ 指数成分

股中具有代表性的 ９ 家上市公司进行中心性分

析． 如表 ５ 所示，所选取的 ９ 支股票分别隶属于

９ 个不同的行业板块． 通过分析这 ９ 支成分股的

度中心性和介数中心性在股指运行过程中不同时

间节点（从 ６ 月 １５ 日—８ 月 ２５ 日）的变化趋势，
可以发现当市场运行状况平稳时（５ 月 １６ 日—
６ 月１５ 日），以洪都航空和平安银行为代表的公

用事业和金融板块与大盘阶段走势趋同． 如图 ６
（ａ）所示，这两支成分股具有较高的度中心性和
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介数中心性，表明它们与其他成分股的走势相同．
当 ＳＨＳＺ 指数在 ６ 月 ９ 日成功站上 ５ ３８０ 的历史

相对高点后，平安银行在随后的 ５ 个交易日内经

历了近 ９％的大幅回撤，同一行业的其他成分股

受此影响也进行了不同程度的回撤． 此后，金融行

业异动迅速传导至公用事业和消费行业，进而引

发股指经历了 ２． ５％的小幅回撤． 这一阶段的股

指回撤并未全面波及其他行业，以海信视像、国电

电力和海思科为代表的科技、能源和医药行业甚

至还创了阶段新高． 然而在 ５ 月 １５ 日至 ６ 月

１９ 日期间，金融和消费行业的权重股继续大幅杀

跌，科技、能源和医药行业出现了集体熄火，导致

股指跌破 ５ ０００ 点大关． 金融和消费行业权重股

所引发的指数调整一直持续到 ７ 月 ８ 日，随后以

金融街、三一重工和海思科为代表的房地产、工业

和医药行业率先带领指数经历了为期 １２ 个交易

日的反弹，其累计涨幅超过 １４％． 从图 ６（ｄ）观察

可得，金融街和三一重工的度中心性分别升至 １４
和 １０，后者的介数中心性甚至达到了 ０． ３４１ ０． 较
高的度中心性和介数中心表明该成分股与其他个

股走势趋同，可一定程度代表指数的阶段走势． 这
表明经历了股指的大幅回撤后，市场资金更倾向

于进入房地产和工业等相关行业避险． ８ 月

１８ 日— ８ 月 ２６ 日， 受多重利空消息的影响，以海

信视像、国电电力、海思科和中金岭南为代表的科

技、能源、医药和原材料行业带领指数开启了第二轮

大幅杀跌，前期反弹无力的金融和消费行业继续跟

跌，ＳＨＳＺ 指数在 ７ 个交易日内跌幅超过 ２５％．
回顾 ＳＨＳＺ 指数从 ２０１５ 年 ６ 月 １５ 日—８ 月

２５ 日的调整过程，不难发现以平安银行为代表的

权重股的异动首先引发金融行业其他成分股的短

期调整． 金融行业异动迅速传导至公用事业和消

费行业，带动股指经历了第一轮大幅杀跌；随后房

地产、工业和医药行业率先带领指数进行了反弹，
但是受科技、能源、医药和原材料等行业的拖累，
股指随后又进行了第二轮大幅回撤． ＤＩＦＦＰＯＯＬ⁃
ＭＬＰ 模型对股指成分股进行层次化聚类，围绕中

心性节点（具有较高度中心性或介数中心性的成

分股）而形成的类簇包含的成分股价格波动趋同

性较高． 当股指运行平稳时，行业轮动助推股指进

行横盘整理或阶段性上涨，相同行业成分股价格

波动相似性较高，而股票关联网络类簇结构的显

著性有所下降；当市场恐慌情绪上升，股指进行大

幅回撤时，相同行业成分股价格波动开始分化，但
股票关联网络类簇结构显著性提升． 以股票关联

网络图分类任务为驱动的 ＤＩＦＦＰＯＯＬ 模型通过迭

代训练深度图神经网络的权重矩阵对节点属性信

息（成分股 ／类簇基本面和技术面指标）进行聚

合，可动态捕捉不同类簇对股指波动的影响权重．
相较于传统直接应用股指时序数据的股指预测模

型，本文所提方法能够最大程度的捕捉股票市场

的非线性特征，从而极大提高了股指预测精度．

（ａ）股票关联网络（２０１５ － ０６ － １５） 　
（ｂ）股票关联网络（２０１５ － ０６ － １９）

图 ６　 ＳＨＳＺ 指数股票关联网络（２０１５ －０６ －１５—２０１５ －０８ －２５）
Ｆｉｇ． ６ Ｔｈｅ ｓｔｏｃｋ ｃｏｒｒｅｌａｔｉｏｎ ｎｅｔｗｏｒｋｓ ｏｆ ＳＨＳＺ ｉｎｄｅｘ ｆｒｏｍ Ｊｕｎｅ １５ ｔｈ ｔｏ Ａｕｇｕｓｔ ２５ ｔｈ ２０１５
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（ｃ）股票关联网络（２０１５ － ０６ － ２６）
　

（ｄ）股票关联网络（２０１５ － ０７ － ２７）

（ｅ）股票关联网络（２０１５ － ０８ － ２４）
　

（ ｆ）股票关联网络（２０１５ － ０８ － ２５）

续图 ６

Ｆｉｇ． ６ Ｃｏｎｔｉｎｕｅｓ

表 ５　 行业代表性成分股中心性分析

Ｔａｂｌｅ ５ Ｃｅｎｔｒａｌｉｔｙ ａｎａｌｙｓｉｓ ｏｆ ｉｎｄｕｓｔｒｙ⁃ｒｅｐｒｅｓｅｎｔａｔｉｖｅ ｃｏｍｐｏｎｅｎｔ ｓｔｏｃｋｓ

股票名称 海信视像 金融街 三一重工 洪都航空 平安银行 国电电力 贵州茅台 海思科 中金岭南

股票代码 ６０００６０ ０００４０２ ６０００３１ ６００３１６ ０００００１ ６００７９５ ６００５１９ ００２６５３ ００００６０
所属行业 科技 房地产 工业 公用事业 金融 能源 消费 医药 原材料

股票关联网络节点 ＩＤ １４０ １８ １３５ １６９ ０ ２１６ １８８ １０３ ７

２０１５ － ０６ － １５
度中心性 ５ ８ ３ １３ １９ ６ ９ ３ ４

介数中心性 ０． ００２ ２ ０． ００７ ３ ０． ０００ ０ ０． ０５１ ５ ０． ４０１ ７ ０． ００２ ４ ０． ０２１ ７ ０． ０００ ０ ０． ０００ ０

２０１５ － ０６ － １９
度中心性 ３ ６ １２ ９ １５ ８ １３ ３ ４

介数中心性 ０． ００２ ４ ０． ０１０ ６ ０． １４７ ６ ０． ００５ ６ ０． １９５ ４ ０． ０１８ ６ ０． ３２９ ９ ０． ０００ ０ ０． ０００ ２

２０１５ － ０６ － ２６
度中心性 ５ ３ １０ ４ １７ ９ １２ ４ ３

介数中心性 ０． ０１１ ８ ０． ０００ ０ ０． ２０６ ８ ０． ０００ ０ ０． ３０６ １ ０． １３５ ４ ０． ０５５ ２ ０． ０００ ２ ０． ０００ ０

２０１５ － ０７ － ２７
度中心性 ６ １４ １０ ３ ６ ４ ３ ７ ５

介数中心性 ０． ０５３ ９ ０． ０５９ ７ ０． ３４１ ０ ０． ０００ ０ ０． １０９ ０ ０． ００１ ７ ０． ０００ ０ ０． ００４ ４ ０． ０００ ０

２０１５ － ０８ － ２４
度中心性 １５ ３ ３ ４ ３ ２３ ４ ６ １６

介数中心性 ０． ３２０ ６ ０． ０００ ０ ０． ０００ ０ ０． ０００ ２ ０． ０００ ０ ０． ２０４ ３ ０． ０００ ０ ０． ００２ ２ ０． １３７ ７

２０１５ － ０８ － ２５
度中心性 ２０ ３ ７ ６ ３ １３ ３ １３ １６

介数中心性 ０． １５２ ７ ０． ０００ ０ ０． ０２３ ０ ０． ００２ ４ ０． ０００ ０ ０． １６３ ２ ０． ０００ ０ ０． １４４ ９ ０． １９６ ７
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图 ７　 不同自适应预测模型在 ＳＨＳＺ 指数上的离线训练结果

Ｆｉｇ． ７ Ｔｈｅ ｏｆｆｌｉｎｅ ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｄａｐｔｉｖｅ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ ｏｎ ＳＨＳＺ ｉｎｄｅｘ

４． ４　 股指预测性能分析

本实验首先考察基于深度强化学习结构的自

适应模型对股指移动趋势的样本内拟合结果，将
ＤＩＦＦＰＯＯＬ⁃ＬＲ、ＤＩＦＦＰＯＯＬ⁃ＭＬＰ 和 ＤＩＦＦＰＯＯＬ⁃ＳＡ
得到的候选股指预测信号融入智能体的动作空

间，图 ７ 报告了不同强化学习算法在 ＳＨＳＺ 指数

２００５ － １０ － １１ 至 ２０１５ － ０７ － ２４ 期间 １ ０００ 次

ｅｐｏｃｈｅｓ迭代训练过程中 ４ 种回测指标的变化趋

势． 由于不同的强化学习算法在 ＳＰＸ、ＵＫＸ 和

ＮＫＹ 指数训练集上具有相同的表现，为了节约篇

幅，本实验仅展示 ＤＩＦＦＰＯＯＬ⁃ＱＬ、ＤＩＦＦＰＯＯＬ⁃Ｓａｒ⁃
ｓａ 和 ＡＥＦ⁃ＤＱＮ 算法在 ＳＨＳＺ 指数上的离线训练

结果． 从图 ７ 可发现，相比于 ＤＩＦＦＰＯＯＬ⁃ＱＬ 和

ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 算法， ＡＥＦ⁃ＤＱＮ 算法对 ＳＨＳＺ 指

数的离线训练效果更好． ＡＥＦ⁃ＤＱＮ 算法的状态空

间中融入了最近动作序列的评估反馈，其可在环

境与动作的交互过程中动态调整候选预测信号的

选择模式，进而有效提升股指预测结果的准确性

和鲁棒性． 经过 １ ０００ 次迭代训练，ＡＥＦ⁃ＤＱＮ 在

样本内的投资胜率达到了 ６９． ５％，比次优的 ＤＩＦ⁃
ＦＰＯＯＬ⁃Ｓａｒｓａ 算法在 ＰＲ 指标上提升了约 ２％．
ＤＩＦＦＰＯＯＬ⁃ＱＬ 算法在最大回撤率指标上的表现

相对于 ＡＥＦ⁃ＤＱＮ 和 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 来说鲁棒性

较低． 经过 １ ０００ 次离线迭代训练，ＤＩＦＦＰＯＯＬ⁃ＱＬ
取得的 ＭＤＲ 指标仍在 ２２％上下波动． 进一步考

察 ＡＲ 指标和 ＳＲ 指标，不难发现两者的移动趋势

比较接近，ＡＥＦ⁃ＤＱＮ 经过约 ４００ 次迭代训练，其
阿尔法比率（ＡＲ）和夏普比率（ＳＲ）分别保持在

［６０，７０］和［２． ３，２． ８］的数值区间波动，说明其相

对于市场无风险利率和市场基准收益率有出色的

超额回报，同时具备理想的抗风险能力．
为了进一步分析不同股指预测算法对 ＳＨＳＺ

股指的模拟投资表现，图 ８ 报告了应用不同股指

预测模型进行股指期货日内交易模拟时账户资金

的移动趋势． 在实验训练周期和测试周期的初始

阶段，都预设１０ ０００ ＲＭＢ的投资本金． 其中，ＤＩＦ⁃
ＦＰＯＯＬ⁃ＱＬ、ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 和 ＡＥＦ⁃ＤＱＮ ３ 个模

型在股指训练集上的模拟投资结果是经过离线迭

代训练后的第 １ ０００ 次模拟投资结果． 通过观察

不同预测模型在训练周期和测试周期资金的变化

情况，可以发现 ＡＥＦ⁃ＤＱＮ 对 ＳＨＳＺ 指数样本内数

据的趋势拟合效果要明显好于其他基线模型． 不
同预测模型在训练周期对 ＳＨＳＺ 指数的趋势拟合

效果差异性显著，尤其是在经历了 ２００７ 年“股

灾”后，不同预测模型的投资表现开始迅速分化．
基于深度强化学习结构的自适应股指预测模型经

过不断的试错学习，能够及时的捕捉市场规律，在
２００８ 年—２０１５ 年训练周期能够稳定盈利． 受模拟

投资复利影响，ＡＥＦ⁃ＤＱＮ 在训练周期结束时模拟

资金盈利近 ６５０ 倍． 考虑到基于强化学习结构的

自适 应 股 指 预 测 模 型 （ ＤＩＦＦＰＯＯＬ⁃ＱＬ、 ＤＩＦＦ⁃
ＰＯＯＬ⁃Ｓａｒｓａ 和 ＡＥＦ⁃ＤＱＮ）的模拟投资表现受随
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机数 ε 的影响． 为此，图 ８ 展示了 ３ 种自适应模

型在测试周期模拟投资 ５０ 次的平均回测结果．
考虑到在单次模拟投资中，３ 种预测模型都会对

动作 － 值函数进行更新． 实验中，３ 种自适应预

测模型在测试周期的每轮模拟投资中都分别输

入相同的 Ｑ 值配置文件（即经过 １ ０００ 轮离线训

练后的 Ｑ 表或 Ｑ 网络） ． 在测试周期，ＡＥＦ⁃ＤＱＮ
相较于其他基线模型仍有较出色的表现． 尤其

是在经历了 ２０１５ 年 ＳＨＳＺ 指数的大幅调整后，
ＡＥＦ⁃ＤＱＮ 通过动态调整候选预测信号的选择模

式，较其他预测模型能够获得更稳健的投资

回报．

图 ８　 不同预测模型在 ＳＨＳＺ 指数上的模拟投资结果

Ｆｉｇ． ８ Ｔｈｅ ｓｉｍｕｌａｔｅｄ ｉｎｖｅｓｔｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ ｏｎ ＳＨＳＺ ｉｎｄｅｘ

　 　 利用各种预测模型在测试集（样本外）的回

测结果如表 ６ 至表 ９ 所示． 在 ＳＨＳＺ 指数的模拟

投资实验中，相比于其他基线模型，本文所提出的

ＡＥＦ⁃ＤＱＮ 模型在 ＰＲ、ＭＤＲ、ＡＲ 和 ＳＲ ４ 种指标上

均表现最好． 具体地，在近 ４ 年的测试周期中，
ＡＥＦ⁃ＤＱＮ 模型在测试集上的 ５０ 次模拟投资中的

平均胜率达到了 ６１． ３７％，比次优的 Ｓａｒｓａ 模型提

升了 ３． ６％，同时 ＡＥＦ⁃ＤＱＮ 模型的胜率标准差仅

为 ０． ６１％，显著低于其它模型；平均最大回撤率

仅为 １７． ３０％，远低于沪深 ３００ 指数 ３２． ４６％的最

大回撤水平；取得的阿尔法比率和夏普比率都高

于其它基线模型，比次优的 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 模型

分别提升了 ９１． ７９％和 ３８． ４１％，这说明其具备更

好的盈利能力．
进一步分析不同预测模型对 ＳＰＸ、ＵＫＸ 和

ＮＫＹ 指数的回测结果，可以得到类似结论． 如表 ７
所示，在 ＳＰＸ 指数的模拟投资实验中， ＤＩＦＦ⁃
ＰＯＯＬ⁃ＭＬＰ 模型在 ＭＤＲ 指标上优势显著． 以 ＤＩＦ⁃
ＦＰＯＯＬ⁃ＱＬ、ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 和 ＡＥＦ⁃ＤＱＮ 为代表

的基于强化学习的自适应股指预测模型在模拟投

资过程中可以根据股票关联网络的层次化表征状

态调整自身的决策模式，相较于其他基线模型，在
ＰＲ、ＡＲ 和 ＳＲ 指标上具有显著优势． 在测试周期

的 ５０ 次模拟实验中，ＡＥＦ⁃ＤＱＮ 模型在各项回测

指标上均优于 ＤＩＦＦＰＯＯＬ⁃ＱＬ 和 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ
模型，由于智能体的状态空间考虑了其最近 ｗ 个

决策周期的动作评估向量，ＡＥＦ⁃ＤＱＮ 模型对决策

模式的调整更为有效，各项回测指标的标准差较

其他两个基于强化学习结构的自适应预测模型更

小，说明其对短期行情的预测效果更加稳健． 经过

５０ 次在线模拟，ＡＥＦ⁃ＤＱＮ 模型取得的平均夏普

比率达到 ２． ５０５ ０，远高于基线模型；相较于 ＳＰＸ
指数本身 ０． ４６０ ０ 的夏普比率，提升了 ４４４％，说
明其在标普 ５００ 指数上可以获得市场超额收益．
表 ８ 对比了不同模型在 ＵＫＸ 指数上的回测结果，
ＡＥＦ⁃ＤＱＮ 模型得到的投资收益走势强劲，其各项

回测指标均显著优于其他基线模型． 尽管 ＵＫＸ 指

数在测试周期波动性较高， ＡＥＦ⁃ＤＱＮ 模型在

５０ 次模拟投资实验中的平均投资胜率高达

６０. ６３％，比次优的 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 模型提升了

５． ４９％． ＵＫＸ 指数在测试周期的最大回撤率为

１６． ４１％， 以 ＤＩＦＦＰＯＯＬ⁃ＱＬ、 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 和

ＡＥＦ⁃ＤＱＮ 为代表的基于强化学习结构的自适应

预测模型在 ５０ 次模拟投资实验中的平均最大回

撤率均低于 １０％，这说明基于股票关联网络层次

化表征的决策模式调整机制对提升股指预测的鲁
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棒性具有重要作用． 在 ５０ 次模拟投资过程中，
ＡＥＦ⁃ＤＱＮ 模型取得的平均阿尔法比率和平均夏

普比率分别达到了 ４４． ５４％和 ２． ８９３ ０，远高于次

优的 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 模型，这说明考虑动作评估

反馈的候选信号寻优策略可显著提升模型的盈利

能力． 最后，表 ９ 对比了不同预测模型在 ＮＫＹ 指

数上的回测表现． ＮＫＹ 指数在测试周期表现为典

型的震荡下行趋势，相较于其他单一模型，ＤＩＦＦ⁃
ＰＯＯＬ⁃ＬＲ 模型在 ＰＲ、ＡＲ 和 ＳＲ 三个回测指标上

表现最优； ＤＩＦＦＰＯＯＬ⁃ＭＬＰ 的表现略逊于 ＤＩＦＦ⁃
ＰＯＯＬ⁃ＬＲ，但在ＭＤＲ 指标上略优于前者．除了Ａｔｔｅｎ⁃
ｔｉｏｎ⁃ｂａｓｅｄ ＬＳＴＭ 和Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＧＲＵ，仅考虑原始

股指时序数据的神经网络模型在 ＡＲ 和 ＳＲ 指标上

均未跑赢 ＮＫＹ 指数自身走势． 这表明股票关联网络

分类模型更适用于在震荡下行市场环境中捕捉短线

行情趋势． 尽管 ＮＫＹ 指数在 ２０１９ 年波动性较大，
ＡＥＦ⁃ＤＱＮ 模型的平均最大回撤率仅为 ６． ４６％，低于

指数本身 ２１． １４％的最大回撤率，说明其具有较强的

抗风险能力． ＡＥＦ⁃ＤＱＮ 模型在阿尔法比率和夏普比

率上均跑赢了市场指数和其他基线模型，在 ５０ 次模

拟投资过程中取得平均阿尔法比率和平均夏普比率

分别为 ４５． ６４％和 ２． ２５８ ５，远高于次优的 ＤＩＦＦ⁃
ＰＯＯＬ⁃Ｓａｒｓａ 模型．

与现有的基于神经网络结构的单一股指预测

模型和组合预测模型 ＸＧＢｏｏｓｔ 相比，ＡＥＦ⁃ＤＱＮ 借

助于可微池化框架层次化聚合股票关联网络的节

点属性信息，进而从不同行业视角提取股指价格

波动的中观尺度预测因子；在此基础上重构股票

关联网络的粗化图，基于类簇隶属度矩阵捕捉不

同行业板块的相互影响和价格传导信息，进而可

层次化聚合不同行业板块的属性信息． 同时，股票

关联网络在很大程度上减轻了异常行情导致的数

据波动，基于深度学习的图分类框架可以提取股

票市场的非线特征，因此在预测过程中得到了比

股指时序数据更好的预测结果． 与之形成鲜明对

比的是测试集中的 ＳＨＳＺ 指数分别在 ２０１５ 年和

２０１８ 年经历了两次大幅回撤，ＭＬＰ 和 ＣＮＮ 模型

的 ＭＤＲ 指标都超过了 ３０％，说明其应对系统性

金融风险的能力不足． 与 ＤＩＦＦＰＯＯＬ⁃ＬＲ 、ＤＩＦＦ⁃
ＰＯＯＬ⁃ＭＬＰ 和 ＤＩＦＦＰＯＯＬ⁃ＳＡ 等非强化学习结构

股票关联网络分类模型相比，考虑动作评估反馈

的 ＡＥＦ⁃ＤＱＮ 模型在决策过程中考虑股票市场环

境对智能体历史决策反馈等影响，更能准确捕捉

市场运行规律，因此表现更好． 与自适应模型

ＤＩＦＦＰＯＯＬ⁃ＱＬ 和 ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 相 比， ＡＥＦ⁃
ＤＱＮ 中经验回放池的设计不仅可以产生大量样

本供监督学习使用，还可解决训练样本间的相关

性及非静态分布问题，并且使其具有短时记忆能

力． 在迭代训练次数较少时，与 ＤＩＦＦＰＯＯＬ⁃ＱＬ 和

ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ 模型相比，ＡＥＦ⁃ＤＱＮ 的预测效果

并无明显优势，甚至会劣于这两种模型；但随着迭

代次数的增加，ＡＥＦ⁃ＤＱＮ 的优势会逐步显示出来

并最终收敛到一个具有最高胜率和最大总奖励值

的状态．
表 ６　 不同模型在 ＳＨＳＺ 上的回测结果对比

Ｔａｂｌｅ ６ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｂａｃｋ⁃ｔｅｓｔｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＳＨＳＺ

ＰＲ ＭＤＲ ＡＲ ＳＲ
ＳＨＳＺ 指数 ０． ３２４ ６ ０． ０４０ ７ － ０． ０６４ ９

ＭＬＰ ０． ５２６ ５ ０． ４１２ ４ － ０． １１４ １ － ０． ４６９ ３
ＣＮＮ ０． ５２３ ５ ０． ３０９ ９ ０． ００３ ３ ０． ０７３ ５

Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＲＮＮ ０． ５３４ ３ ０． ２３６ ４ ０． ０７１ ５ ０． ３４０ ４
Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＧＲＵ ０． ５３２ ４ ０． ２９６ ９ ０． １８７ ８ ０． ６６５ ２
Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＬＳＴＭ ０． ５４０ ２ ０． ２７０ １ ０． １９６ ７ ０． ６８６ １

ＤＩＦＦＰＯＯＬ⁃ＬＲ ０． ５４０ ２ ０． ２９６ ０ ０． ２２９ ４ ０． ７４７ ７
ＤＩＦＦＰＯＯＬ⁃ＭＬＰ ０． ５８３ ３ ０． ２９０ ０ ０． ３７８ ５ １． ０３６ ０
ＤＩＦＦＰＯＯＬ⁃ＳＡ ０． ５７４ ５ ０． ２８３ ４ ０． ２４１ ８ ０． ７６５ ９

ＸＧＢｏｏｓｔ ０． ５４５ １ ０． ２５４ ８ ０． ２７３ ６ ０． ８４６ ５
ＤＩＦＦＰＯＯＬ⁃ＱＬ ０． ５７７ ４ ± ０． ０１２ １ ０． ２２３ ３ ± ０． ０６５ ６ ０． ４２９ ７ ± ０． ０３１ ２ １． １３２ ７ ± ０． ０４２ １
ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ ０． ５９２ １ ± ０． ００９ ２ ０． ２４３ ６ ± ０． ０５２ １ ０． ７１２ ５ ± ０． ０２５ ３ １． ５１０ ５ ± ０． ０３３ ３

ＡＥＦ⁃ＤＱＮ ０． ６１３ ７ ± ０． ００６ １ ０． １７３ ０ ± ０． ０４５ ３ １． ３７１ ７ ± ０． ０１９ ３ ２． ０９０ ８ ± ０． ０２６
Ａｖｇ． ０． ５５６ ９ ０． ３２１ ４ ０． ３３１ ９ ０． ７８５ ５
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表 ７　 不同模型在 ＳＰＸ 上的回测结果对比

Ｔａｂｌｅ ７ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｂａｃｋ⁃ｔｅｓｔｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＳＰＸ

ＰＲ ＭＤＲ ＡＲ ＳＲ
ＳＰＸ 指数 ０． １６４ ５ ０． ０３７ ７ ０． ４６０ ０

ＭＬＰ ０． ５３６ ３ ０． ２１５ ８ ０． ００２ １ ０． ０３４ ４
ＣＮＮ ０． ５１０ ６ ０． １９０ ０ ０． ００５ ３ ０． １４５ ４

Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＲＮＮ ０． ５５０ ０ ０． １６２ １ ０． ０２９ ４ ０． ２７８ ２
Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＧＲＵ ０． ５７７ ２ ０． １０６ ５ ０． １９６ ８ １． １７５ ２
Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＬＳＴＭ ０． ５８１ ８ ０． ０８５ ７ ０． ２２６ ２ １． ２９０ ９

ＤＩＦＦＰＯＯＬ⁃ＬＲ ０． ５５４ ５ ０． ０８３ ９ ０． ２３４ ５ １． ３５３ ０
ＤＩＦＦＰＯＯＬ⁃ＭＬＰ ０． ５８３ ３ ０． ０６３ ７ ０． ２３８ ８ １． ３７２ １
ＤＩＦＦＰＯＯＬ⁃ＳＡ ０． ５７４ ２ ０． １２２ ９ ０． ２９８ ０ １． ５１７ ９

ＸＧＢｏｏｓｔ ０． ５６８ １ ０． ０９２ ６ ０． ３５０ ０ １． ７９５ １
ＤＩＦＦＰＯＯＬ⁃ＱＬ ０． ５９５ ４ ± ０． ０１４ １ ０． １５６ ０ ± ０． ０２４ ４ ０． ３４９ ８ ± ０． ０３６ ６ １． ７９１ ２ ± ０． ０５２ １
ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ ０． ６０１ ０ ± ０． ０１１ ２ ０． １１９ ２ ± ０． ０１６ １ ０． ３３２ ７ ± ０． ０２７ ２ １． ７８８ ２ ± ０． ０４２ ３

ＡＥＦ⁃ＤＱＮ ０． ６０９ １ ± ０． ００９ ２ ０． １１７ ０ ± ０． ００７ ３ ０． ５５４ ０ ± ０． ０１５ ４ ２． ５０５ ０ ± ０． ０３９ ３
Ａｖｇ． ０． ５７０ ８ ０． １２５ ７ ０． ２３５ ８ １． ２５５ １

表 ８　 不同模型在 ＵＫＸ 上的回测结果对比

Ｔａｂｌｅ ８ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｂａｃｋ⁃ｔｅｓｔｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＵＫＸ

ＰＲ ＭＤＲ ＡＲ ＳＲ
ＵＫＸ 指数 ０． １６４ １ ０． ０４０ ０ － ０． ６１３ ３

ＭＬＰ ０． ５００ ０ ０． ２４８ ２ － ０． １４６ ８ － １． １９４ ４
ＣＮＮ ０． ５０８ ６ ０． １８４ ０ － ０． ０４９ ８ － ０． ２７４ ５

Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＲＮＮ ０． ５４３ １ ０． ０９５ ４ － ０． ０２２ ３ － ０． ０７３ ７
Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄＧＲＵ ０． ５１１ ４ ０． １０４ ５ － ０． ０１５ ９ ０． ０８８ ３
Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＬＳＴＭ ０． ５８０ ４ ０． ０９７ １ ０． ０７５ ８ ０． ５２５ ３

ＤＩＦＦＰＯＯＬ⁃ＬＲ ０． ５４８ ８ ０． ０９５ ５ ０． １０９ ７ ０． ７８９ ９
ＤＩＦＦＰＯＯＬ⁃ＭＬＰ ０． ５６０ ３ ０． ０８２ ４ ０． １７６ ７ １． ３１６ ５
ＤＩＦＦＰＯＯＬ⁃ＳＡ ０． ５８６ ２ ０． １０６ ２ ０． ２２１ ８ １． ５３３ ８

ＸＧＢｏｏｓｔ ０． ５６６ ０ ０． ０７５ １ ０． ２１４ ４ １． ５４７ ９
ＤＩＦＦＰＯＯＬ⁃ＱＬ ０． ５４８ ８ ± ０． ０１７ ２ ０． ０９３ １ ± ０． ０３４ ３ ０． ２２７ ８ ± ０． ０２７ ２ １． ６４１ ０ ± ０． ０５５ ４
ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ ０． ５７４ ７ ± ０． ０１２ ２ ０． ０７５ ０ ± ０． ０２５ ２ ０． ３７６ ５ ± ０． ０２３ ３ ２． ５２６ ９ ± ０． ０４４ ６

ＡＥＦ⁃ＤＱＮ ０． ６０６ ３ ± ０． ００９ １ ０． ０５４ ５ ± ０． ０２１ ３ ０． ４４５ ４ ± ０． ０２１ ５ ２． ８９３ ０ ± ０． ０３４ ４
Ａｖｇ． ０． ５５２ ９ ０． １１１ ２ ０． １３４ ４ ０． ９４３ ３

表 ９　 不同模型在 ＮＫＹ 上的回测结果对比

Ｔａｂｌｅ ９ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｂａｃｋ⁃ｔｅｓｔｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＮＫＹ

ＰＲ ＭＤＲ ＡＲ ＳＲ
ＮＫＹ 指数 ０． ２１１ ４ ０． ０４０ ５ ０． １１７ ２

ＭＬＰ ０． ５１３ ９ ０． １７１ １ － ０． ０９７ ２ － ０． ４９１ ６
ＣＮＮ ０． ５１８ ５ ０． １５９ ７ － ０． ０７２ １ － ０． ３０４ ４

Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＲＮＮ ０． ４９５ ３ ０． １２３ ２ － ０． ０４１ ４ － ０． １２７ ８
Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＧＲＵ ０． ５０９ ２ ０． ２０５ ９ ０． ０２２ ８ ０． １９７ ８
Ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ＬＳＴＭ ０． ５４１ ６ ０． １４５ ７ ０． １３０ ７ ０． ８０９ ３

ＤＩＦＦＰＯＯＬ⁃ＬＲ ０． ５７８ ７ ０． １２１ ２ ０． ２８１ ９ １． ５２６ ９
ＤＩＦＦＰＯＯＬ⁃ＭＬＰ ０． ５６９ ４ ０． １１４ ２ ０． １８１ ９ １． ０３７ ５
ＤＩＦＦＰＯＯＬ⁃ＳＡ ０． ５５０ ９ ０． ０７６ ２ ０． １７３ ２ １． ０３０ ２

ＸＧＢｏｏｓｔ ０． ５８７ ９ ０． ０６２ ４ ０． ４０６ ２ ２． ０９７ ０
ＤＩＦＦＰＯＯＬ⁃ＱＬ ０． ６０１ ８ ± ０． ０１５ ３ ０． １４５ ３ ± ０． ０２１ ６ ０． ４２２ ４ ± ０． ０２７ ３ ２． １１１ ３ ± ０． ０３６ ２
ＤＩＦＦＰＯＯＬ⁃Ｓａｒｓａ ０． ６２５ ０ ± ０． ０１１ ２ ０． ０８５ ５ ± ０． ０１６ ４ ０． ４２４ ４ ± ０． ０２１ ２ ２． １７０ ４ ± ０． ０２６ １

ＡＥＦ⁃ＤＱＮ ０． ６３４ ２ ± ０． ００８ １ ０． ０６４ ６ ± ０． ０１８ ３ ０． ４５６ ４ ± ０． ０１３ ７ ２． ２５８ ５ ± ０． ０１４ ３
Ａｖｇ． ０． ５６０ ５ ０． １１６ ０ ０． １９０ ７ １． ０２５ ７
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５　 结束语

由于股票市场中极其复杂的信息环境和投资

者有限理性和非理性的交易行为，股指成分股间

产生了领先滞后、价格同步、行业轮动、风险传染

等多种复杂的关联性特征［１５］，这种关联性相互交

织构成了股指成分股间的关联网络． 本研究基于

可视图和平面极大过滤图模型构建时序股票关联

网络，将股指预测问题形式化为一种面向股票关

联网络的图分类问题，然后利用深度图神经网络

学习股票关联网络的层次化表征，并结合不同的

可微分类模型以一种端到端的方式生成候选预测

信号． 然后提出了一种考虑动作评估反馈的深度

强化学习模型（ＡＥＦ⁃ＤＱＮ），可融合不同的候选预

测信号，并基于环境状态动态调整自身决策模式．
最后， 利 用 ＡＥＦ⁃ＤＱＮ 模 型 对 沪 深 ３００ 指 数

（ＳＨＳＺ）、标普 ５００ 指数（ＳＰＸ）、英国富时 １００ 指

数（ＵＫＸ）和日经 ２２５ 指数（ＮＫＹ）进行了实证分

析． 主要实证结果表明：１）通过层次化聚合股票

关联网络的节点属性信息可以动态捕捉不同行

业对股指价格波动的影响，进而可提升预测方

法的准确率；２）考虑动作评估反馈的深度强化

学习结构可智能化选择适用于当前股票市场环

境的最优模型结构，进而可提升预测方法的鲁

棒性．
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